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Abstract. This article describes the study on the article proposed by [Vretos, Tefas and Pitas 2012] with the aim of improving the results obtained by the already known Support Vector Machines. The studied paper investigates the dispersion of data in the estimators, as well as make use of covariance matrices to improve the performace of the traditional SVM. The tests were performed on bases generated from artificial information involving words and numbers and bases available on the real world. The studied approach shows promising results.
Resumo. Este artigo descreve o estudo realizado sobre o artigo proposto por [Vretos, Tefas e Pitas 2012] com o objeto de aprimorar os resultados obtidos pelas já conhecidas Support Vector Machines. O artigo investiga a dispersão dos dados nos estimadores, além de fazer uso de matrizes de covariância para melhorar a performace da SVM tradicional. Os testes foram realizados sobre bases geradas a partir de dados artificiais, envonvendo números e palavras e bases disponíveis no mundo real. A abordagem estudada apresenta resultados promissores.
1. Introdução
Support Vector Machines (SVM) são classificadores utilizados em diversas aplicações, como por exemplo, em sistemas OCR. Apesar de se tratarem de classificadores de duas classes, ou seja, classificadores binários, o modelo de uma SVM pode ser expandido para atender a um problema multi-classes, apresentando boas taxas de acerto no problema de classificação dos dados. Ao longo dos anos, várias propostas foram feitas em cima da teoria original, tentando-se aprimorar os resultados obtidos pela teoria original. No artigo estudado neste trabalho, os autores propõem uma nova variação da SVM, utilizando estimadores estatísticos robustos combinados ao problema de otimização inerente à SVM para produzir melhores resultados. 
2. Metodologia
O artigo estudado faz uso de uma combinação entre a teoria consagrada de SVM e do uso de estimadores de estatística robusta no intuito de resolver o problema de otimização inerente à resolução da SVM. O algoritmo que descreve a solução do problema foi implementado em MATLAB, com uso de bibliotecas disponíveis na internet. A implementação foi testada contra dados gerados artificialmente e contra dados retirados da base da UCI Learning Machine para desenvolvimento de aplicações. 
2.1 SVM de covariância minima (MCVSVM)
Pela teoria tradicional da SVM, seja {(x1,y1), (x2,y2)...(xn,yn)} um conjunto de N vetores d-dimensionais e suas classes correspondentes yi = [-1, 1], o objetivo é encontrar um plano de separação ótimo que consiga separar as duas classes com a maior margem possível. Com alguma manipulação matemática e o desenvolvimento de outras teorias, chegamos ao problema de otimização da SVM, descrito pela Equação 1.

EQUAÇÃO 1 (6 do artigo)


O problema de minimização da Equação 1 é comumente referenciado como uma SVM de covariância mínima (Minimum Covariance SVM ou MCVSVM), onde Sw é uma matriz de variância intra-classe. Aplicando-se os multiplicadores de Lagrange sobre tal equação, chega-se ao resultado obtido na Equação 2.
EQUAÇÃO 2 (15)


Na Equação 2, a matriz A é a matriz de dispersão dos dados da classe de estudo, ou a matriz de covariância intra-classe. Comparando-se a solução da Equação 2 com a solução do problema original da SVM, os autores chegaram a conclusão de que o processo pode ser simplificado aplicando-se uma transformação afim sobre as amostras de entrada xi, descrita pela Equação 3.

EQUAÇÃO 3 (18).

2.2 Determinante de covariancia mínima (MCD)
Seja X = {x1...xn} uma amostra de N observações em um espaço d-dimensional, gerando uma matriz de dados de tamanho T x N. O problema de se encontrar o determinante de covariância mínima (Minimum Covariance Determinant - MCD) consiste em encontrar um subconjunto E de tamanho h < N tal que a Equação 4 esteja satisfeita
EQUAÇÃO 4 (1)


A partir desse subconjunto escolhido, são estimadas a média e o desvio padrão populacional utilizando-se os elementos do subconjunto E (Equação 5 e 6)







EQUAÇÃO 5(2)

EQUAÇÃO 6(3)


As estimativas geradas a partir das equações 5 e 6 são consideradas como estimativas da matriz de dispersão e do vetor de médias para os objetos do conjunto de amostras. A diferença entre a estimativa robusta MCD e as estimativas clássicas é a menor influência que os elementos outliers oferecem sobre o resultado final da estimativa, uma vez que somente os elementos que oferecem o menor determinante são considerados, fato que quase sempre exclui os outliers da equação, reduzindo, assim a sua influência. 

O método para encontrar o subconjunto, porém, é um problema NP-completo, e isso tornou a aplicação do estimador MCD durante muito tempo. Até que o trabalho descrito em [REFERENCIA À 24] propôs um algoritmo rápido para o cálculo do MCD. 

Como exemplo, a partir de um conjunto de dados gerado artificialmente, é possível encapsular a região escolhida pela regra do determinante de covariância mínimo dentro de uma elipse, como demostrado na Figura 1
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Figura 1: Distribuição dos dados gerados artificialmente e encapsulamento gerado a partir do cálculo do MCD. Outliers são excluídos da região de interesse

2.3 MCVSVM com Estatística Robusta (RobMCVSVM)

A partir das teorias descritas nos itens 2.1 e 2.2, os autores desenvolveram uma nova teoria, combinando as técnicas descritas anteriormente, no intuito de produzir uma melhoria nos resultados das SVM tradicionais. A combinação dos métodos utiliza a metodologia de treinamento e classificação da SVM de covariância mínima (MCVSVM) com as estimativas de média e variância do estimador de determinante de covariância mínimo (MCD).

Como todo classificador necessita de uma etapa de treinamento, 
para cada classe do conjunto de dados é calculada uma matriz de covariância A, baseada no vetor de dados X e nos labels associados à classe. A matriz de covariância é calculada a partir do MCD do subconjunto gerado a partir das amostras da k-ésima classe a ser treinada. Com a matriz de dispersão criada, todos os vetores de entrada utilizados para treinamento são transformados em um novo conjunto de vetores, a partir da matriz A, e esses vetores são associados aos labels correspondentes. Após a transformação dos vetores, o conjunto é oferecido, então, como conjunto de treinamento da k-ésima classe para a SVM.

A etapa de classificação utiliza ideia semelhante à idéia aplicada durante o processo de treinamento. Cada classe k possui uma matriz de covariância estimada associada Ak, bem como o conjunto de modelos Mk treinados pelo passo anterior. A partir de um vetor de entrada, com dimensões compatíveis com os modelos fornecidos como treinamento, é feita transformação similar à transformação feita no passo de treinamento, ou seja, o vetor de entrada é um multiplicador aplicado sobre a matriz de covariância estimada Ak, resultando em um novo vetor de entrada que será submetido À rede SVM treinada. Como cada classe possui a sua própria matriz de covariância Ak e seu modelo de treino Mk, se faz necessário que o vetor de entrada seja submetido a todas as classes treinadas durante o processo.


Os autores não especificam claramente a forma de treinamento que deve ser utilizada para o problema multi-classes. Neste caso, em nossos testes, tomamos a liberdade de treinar todas as classes utilizando a metodologia um-contra-todos. Ou seja, o conjunto de treinamento de cada classe é criado a partir das amostras com labels pertencentes à classe em questão, e todos os outros elementos são treinados como sendo integrantes de uma classe inexistente. Em outras palavras o treinamento da i-ésima classe somente levará em consideração os elementos da base que possuam label i. Todo e qualquer outro elemento que possua um label diferente de i será treinado como sendo integrante de uma classe ALFA não existente dentre todas as classes do conjunto Y. Isso por que, como a SVM resolve problemas binários, o treinamento de cada classe poderá dizer, apenas, se o elemento fornecido como entrada é integrante ou não da classe sobre a qual o treinamento foi criado. 

Neste caso, com essa abordagem, uma amostra de entrada é submetida a todos os k treinamentos gerados a partir das k classes. Mas é esperado que somente uma das classes reconheça adequadamente o elemento. Isso, pois, cada classe só é capaz de reconhecer diretamente elementos que pertençam a seu conjunto. Logo, a estratégia de voto majoritário é adotada para escolher o label de saída da amostra fornecida para teste. Um resultado típico do processo de classificação é o demonstrado na Tabela 1
		Elemento 1

	Elemento 2

	Elemento 3


	Classe 1

	-1

	1

	-1


	Classe 2

	-1

	-1

	2


	Classe 3

	3

	-1

	-1


	Classe 4

	-1

	-1

	-1



	Tabela 1: Resultado típico de uma boa classificação utilizando a técnica RobMCVSVM
	
	
	

	
	
	
	



No exemplo demonstrado na Tabela 1, foram treinadas 4 classes na RobMCVSVM, onde cada treinamento foi criado de forma a permitir que os elementos a serem classificados tivessem label k, onde k é o label da classe, como os números positivos demonstrados na tabela, ou um label indefinido ALFA, representado na Tabela 1 como sendo o número negativo -1. Todo elemento de entrada é submetido à todas as classes treinadas e seu resultado é coletado durante o processo como tendo direito a voto. Apenas os votos cujos labels são classes são considerados. É esperado que, apenas a classe à qual o padrão pertença tome uma decisão, ou seja, classifique o elemento (vote). Sendo assim, a classe que tomou o voto é escolhida como sendo a saída do classificador, e por tabela, a classe à qual pertence a amostra oferecida.
3. Experimentos
Durante nosso estudo, implementamos o algoritmo de treino e teste em MATLAB. Como base de testes, foram gerados dados artificiais, formados por números distribuídos normalmente, de acordo com o vetor de média e matriz de covariância descritos na Equação 7.

EQUAÇÃO 7

Para os testes, utilizamos a base de dados Fisheriris, recolhida a partir da base de dados da UCI Learning Machine. A base é composta por 150 exemplos, cada exemplo contendo quatro características. Os exemplos estão distribuídos entre três classes diferentes. De todo o conjunto de dados, 70% foi utilizado para treino e 30% utilizado para teste. Com essa configuração, foi necessário realizar o treinamento de cada uma das três classes, em separado, aplicar as transformações sobre os valores de entrada e, logo em seguida, submeter a amostra à todas as classes disponíveis. A classe que decidiu pelo voto é a classe à qual corresponde a amostra. Com essa base, obtivemos 98% de acerto, utilizando essas configurações.
Utilizando a base gerada artificialmente, observou-se um problema, que tinha relação com a natureza dos dados. Os dados artificiais foram gerados a partir dos dados descritos na Equação 7. Foram geradas 1000 amostras, cada amostra possuindo duas características As classes foram estabelecidas como sendo limites de soma. Se a soma das duas características fosse menor que dois, o elemento receberia o label da classe 1. Se a soma estivesse entre dois e três, receberia o label da classe 2. Se a soma fosse maior que três, receberia o label da classe 3. Neste problema, a dificuldade surge quando elementos se encontram na zona de separação entre classes (por exemplo, quando a soma é um valor muito próximo de dois ou três, que são os valores limites das classes). A soma 2.02129, por exemplo, é um valor maior que dois, porém muito próximo do próprio dois. Essa característica do conjunto de treinamento criou uma situação não prevista pelo classificador, descrita na Tabela 2, onde duas classes acabam tomando voto para o mesmo elemento, resultando em um empate. No artigo estudado, os autores não mencionam a ocorrência de nenhum caso semelhante, nem forma de tratar tal evento, caso ele ocorra. Em nosso estudo, optamos por considerar o empate como sendo um ato de indecisão, e por tanto, nenhum label seria associado ao elemento neste caso, o que resultaria em uma punição durante a avaliação do classificador. Essa característica observada acabou tendo influência significativa no resultado do classificador, para essa base, tendo sua taxa de acerto reduzida para 61%.
		Elemento 1

	Elemento 2

	Elemento 3


	Classe 1

	-1

	1

	-1


	Classe 2

	2
	-1

	2


	Classe 3

	3

	-1

	-1



	Tabela 2: Resultado de uma má classificação utilizando a técnica RobMCVSVM. O elemento 1 

1 foi escolhido por duas classes diferentes, por apresentar características semelhantes às 

duas classes. Neste caso, nenhum label foi atribuído a tal elemento.
	
	
	


4. Conclusão
Este trabalho se propôs a investigar a eficiência de uma variante da SVM, utilizando um estimador estatístico robusto para resolver o problema de otimização da SVM. Após os testes realizados com dados reais e gerados artificialmente foi possível perceber que o método possui características interessantes, especialmente no trato de elementos outliers. Também apresentou um ótimo desempenho de classificação quando confrotado com dados reais. Apesar de não ficar claro no artigo estudado qual a metodologia de treino que deveria ser utilizada para separar uma classe das demais, os resultados se mostraram bastante promissores. 


Entretanto, se faz necessário, talvez para trabalhos futuros, investigar melhor a estratégia de voto das classes durante o processo de escolha do label na etapa de classificação. Em casos extremos, como o citado neste documento, a estratégia de voto pode ocasionar conflito entre classes, que pode gerar um resultado negativo para a classificação. No nosso critério, esse tipo de resultado era inaceitável, e por tanto, foi fortemente penalizado. Um estudo mais detalhado sobre as equações utilizadas pode permitir uma melhor regra de classificação dos elementos, ou pelo menos, introduzir uma forma de conduzir a uma resposta única em casos como este. 
5. Figures and Captions

Figure and table captions should be centered if less than one line (Figure 1), otherwise justified and indented by 0.8cm on both margins, as shown in Figure 2. The caption font must be Helvetica, 10 point, boldface, with 6 points of space before and after each caption. 
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Figure 1. A typical figure
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Figure 2. This figure is an example of a figure caption taking more than one line and justified considering margins mentioned in Section 5.


In tables, try to avoid the use of colored or shaded backgrounds, and avoid thick, doubled, or unnecessary framing lines. When reporting empirical data, do not use more decimal digits than warranted by their precision and reproducibility. Table caption must be placed before the table (see Table 1) and the font used must also be Helvetica, 10 point, boldface, with 6 points of space before and after each caption.

Table 1. Variables to be considered on the evaluation of interaction techniques
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6. Images

All images and illustrations should be in black-and-white, or gray tones, excepting for the papers that will be electronically available (on CD-ROMs, internet, etc.). The image resolution on paper should be about 600 dpi for black-and-white images, and 150-300 dpi for grayscale images.  Do not include images with excessive resolution, as they may take hours to print, without any visible difference in the result.

7. References

Bibliographic references must be unambiguous and uniform.  We recommend giving the author names references in brackets, e.g. [Knuth 1984], [Boulic and Renault 1991]; or dates in parentheses, e.g. Knuth (1984), Smith and Jones (1999).


The references must be listed using 12 point font size, with 6 points of space before each reference. The first line of each reference should not be indented, while the subsequent should be indented by 0.5 cm.
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