Capítulo 4 
Método Proposto 



A idéia principal do método proposto, tal qual as abordagens baseadas em seleção dinâmica de classificadores, é de que nem todos os classificadores são especialistas na classificação de todos os padrões na fase de generalização, de forma que a seleção de um grupo de classificadores pode ser uma alternativa plausível. O método proposto é baseado em seleção dinâmica de comitês de classificadores, e utiliza a abordagem Overproducing and Choose Strategy (OCS) (PARTRIDGE, D.; YATES, W., 1996), que gera um conjunto inicial de classificadores (classifier pool) baseado em alguma técnica de geração de comitês. Este tipo de abordagem tipicamente utiliza o algortimo Bagging na geração do conjunto inicial de classificadores, tal como em (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, P., 2008). 
Conforme descrito em (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, P., 2008) e (KO, A. H. R.; SABOURIN, R.; BRITTO JR., A. S., 2008), os métodos baseados em seleção dinâmica de classificadores, em geral, possuem três níveis de funcionamento, tal como explicitado na figura 4.1: i) treinamento dos componentes do comitê, os classificadores individuais; ii) extração das regiões de competência e seleção de um subconjunto de classificadores e iii) combinação e classificação. A figura 4.1 ilustra o processo, o qual se inicia com a divisão da base de dados nos conjuntos de treinamento, validação e testes. O processo de treinamento, fase (i), utiliza a massa de dados destinada exclusivamente a este fim, sendo empregado algum algoritmo de geração de comitês de classificadores, a exemplo dos algoritmos bagging, adaboost ou random subspaces para a geração do pool inicial. O processo de extração das regiões de competência, fase (ii), faz uso da fração dos dados destinada à validação, conjunto este de onde são extraídas as regiões de competência de cada padrão na fase de generalização. As regiões de competência podem ser representadas pelos k-vizinhos mais próximos ao padrão de generalização, utilizando um critério pré-definido de proximidade, ou obtidas via algoritmos de agrupamento. A região de competência deverá conter os padrões mais similares ao padrão a ser classificado. Após a obtenção das regiões de competência, ocorre a extração de um valor de competência para cada um dos classificadores gerados, valor este que por sua vez representa uma nota ou um grau de aptidão do classificador para realizar classificações naquela região do espaço de características. O processo de seleção poderá buscar a escolha de um único classificador, o classificador mais competente, sendo, neste caso, denominado Seleção Dinâmica de Classificadores (Dynamic Classifier Selection), ou, o processo poderá ser direcionado para a escolha de um subconjunto de classificadores do pool inicial, neste caso Seleção Dinâmica de Comitês (Dynamic Ensemble Selection).  
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Figura 4.1 – Representação geral de um sistema de seleção dinâmica de comitês de classificadores.
 O presente trabalho foca sua atenção na etapa (ii), descrita no parágrafo anterior, a partir da apresentação de uma sistemática de extração das regiões de competência e a introdução de um algoritmo para a seleção do subconjunto. O algoritmo é baseado na definação de um valor de competência para cada classificador do pool inicial. Esta competência é definida em função da combinação de uma medida de similaridades entre o padrão de generalização e os padrões da região de competência, i.e., a distância euclidiana, bem como com o uso do desempenho de classificação do comitê na região, sendo este último artifício uma forma de mensurar o grau de dificuldade de classificação na região do espaço onde se localiza o padrão a ser classificado. Após a atribuição de um valor de competência para cada classificador, a técnica proposta entra em seu segundo estágio de operação, onde os classificadores são ordenados em ordem crescente a partir de seus respectivos valores de competência e um valor n é extraído pelo algoritmo e, a partir daí, os n primeiros classificadores são utilizados para classificar o padrão na fase de generalização. 
A técnica proposta utiliza um esquema peculiar de validação cruzada, similar ao empregado pelo algoritmo Stacking (WOLPERT, D. H., 1992), como forma de melhorar seus resultados. Ao invés de se utilizar uma única e invariável fração da base de dados para atuar como conjunto de validação, toda a base é utilizada para este fim, a partir da rotação dos folds. Em um esquema tradicional de seleção dinâmica de comitês de classificadores, supondo a divisão do conjunto de treinamento em dois folds, utiliza-se, por exemplo, o primeiro fold para o treinamento dos n componentes que comporão o pool inicial de classificadores e o segundo para representar o conjunto de validação, atuando, este último conjunto na seleção dinâmica do comitê na fase de generalização. Nestas mesmas condições, o método proposto utilizaria o primeiro fold para o treinamento de n/2 classificadores ao passo em que ao segundo fold caberia o papel de conjunto de validação destes classificadores na fase de generalização. Em seguida, utilizando o segundo fold, mais n/2 novos classificadores são treinados, ao passo em que se reserva o primeiro fold para atuar como conjunto de validação destes novos classificadores. Desta forma, neste esquema de paralelismo, todos os dados do conjunto de treinamento são utilizados na validação dos classificadores, porém cada classificador é validado por dados não visto durante seu treinamento.
Como forma de demonstrar a eficiência do algoritmo proposto, foram realizados experimentos em cinco base de dados envolvendo problemas de classificação, sendo seus resultados comparados com outras técnicas de comitês de classificadores.
Este capítulo está divido como se segue. A seção 4.1 apresenta trabalhos relacionados ao esquema proposto, a seção 4.2 descreve em maiores detalhes o algoritmo proposto e a seção 4.3 apresenta os experimentos realizados e a análise de seus resultados.
4.1 Trabalho Relacionados

Esta seção descreve trabalhos que possuem relação ou similaridade em seus esquemas de funcionamento quando comparados ao método proposto. 
4.1.1 Seleção dinâmica de classificadores
O conceito foi inicialmente empregado na seleção de dinâmica de classificadores, como forma de evitar o pressuposto comum a todo sistema de comitês de votação de que os erros cometidos pelos classificadores individuais são independentes. Desta forma, ao invés de selecionar um conjunto de classificadores, um único classificador seria selecionado para a tarefa de classificação (GIACINTO, G.; ROLI, F., 1997) (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997).
Aqui são descritos alguns métodos de seleção dinâmica de classificadores baseados no desempenho dos classificadores na região no espaço de caracterísicas onde se localizam os k-vizinhos mais próximos ao padrão de teste.

Overall local Accuracy (OLA) – LA “a priori”
A idéia básica deste esquema é estimar a taxa de acerto de classificação de cada classificador em uma região do espaço de características localizada ao redor do padrão de teste. A competência de cada classificador na região será sua taxa de acerto na região em um conjunto de validação, e o método seleciona o classifcador com a maior taxa de acerto para classificar o padrão. No método original, a região de competência é definida em função dos k-vizinhos mais próximos ao padrão de teste, obtidos no conjunto de treinamento (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997).

Local Class Accuracy (LCA) – LA “a posteriori”
Nesta abordagem a competência é calculada de maneira similar ao OLA, entretanto as taxas de acerto são calculadas em relação às rotulações de classe (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997). Supondo que um dado classificador Cj atribua classe ωp ao padrão xt, ou seja Cj (xt) = ωp. Assim LCA pode ser definida:
										
										
Onde é o número de padrões da vizinhança de de  que são corretamente rotulados pelo classificador Cj para a classe ωp. E  é o número total de padrões da vizinhança de  que são rotulados com classe ωp por Cj.
	Alguns autores propõem que a utilização da taxa de acertos seja ponderada pelas distâncias entre os padrões de validação e o padrão de teste (GIACINTO, G.; ROLI, F., 1997). Além disso, caso as saídas de um classificador sejam contínuas e possam ser consideradas como estimativas das probabilidades de o padrão pertencer a cada uma das possíveis rotulações de classe, estas estimativas também poderão ser consideradas para melhorar a estimação da acurácia local, a qual será utilizada como a competência do classificador na região. Este procedimento pode ser utilizado tanto na sistemática “a priori” como “a posteriori”. Para o método “a priori”, seja o suporte do classificador  para a classe real de , onde  é um padrão dos k-vizinhos ao padrão de testes . Assim, a competência do  na região é dada por:

Onde:
-,  é a classe real do padrão  extraído da vizinhança de  no conjunto de validação;
- é o suporte fornecido pelo classificador . Este suporte, realizados os devidos procedimentos de calibração, também pode ser visto como a estimativa da probabilidade a posteriori do classificador para uma determinada rotulação de ;
- onde  é a distância euclidiana entre o padrão de validação  e o padrão de testes .
	Para a abordagem “a posteriori”, o mesmo esquema é utilizado, entretanto são utilizados, dentre os vizinhos de , apenas os padrões cuja classe real possui a mesma rotulação que o classificador  atribui a .

	Seleção baseada em MCB (Multiple Classifier Behaviour)
	O MCB (Multiple Classifier Behaviour) para um dado padrão  é definido pelo vetor  cujos elementos são as rotulações atribuídas a  por cada um dos L classificadores do conjunto de classificadores do sistema.
	O conceito de MCB foi introduzido por Huang & Suen (1995), no âmbito dos sistemas de múltiplos classificadores. Naquele trabalho, para cada padrão é gerado um vetor composto pelas decisões individuais de classificação tomadas por cada classificador do pool. Este vetor representa o comportamento (Behaviour) do sistema de múltiplos classificadores. Vetores extraídos desta forma são utilizados como medidas de similaridade entre o padrão de teste e padrões de treinamento, atuando ativamente no processo de classificação. Para classificar um padrão de teste, cuja classe é desconhecida, todos os padrões de treinamento com o mesmo vetor MCB que o padrão de teste são identificados, logos após, as rotulações destes padrões são analisadas e o padrão de teste é rotulado com a classe mais comum naqueles dados.
	Giacinto & Roli (2001) propõem um método baseado em MCB e em OLA, que funciona tal como o método OLA (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997), acrescido de uma etapa onde é empregado o conceito de MCB. Neste método, Giacinto & Roli (2001) definem a similaridade (S) entre vetores MCB de dois padrões,  e , dado um conjunto de L classificadores, da senguinte forma:
	

onde a função a função , é definida da seguinte forma:

Desta forma, esta função toma valores no intervalo [0, 1]. A função representa, então, a proporção de classificadores do sistema que, individualmente, rotulam dois padrões com as mesmas valorações de classe. 
Em linhas gerais, o método proposto por Giacinto & Roli (2001) funciona da seguinte forma: i) para cada padrão de teste , são extraídos seus k-vizinhos mais próximos em um conjunto de treinamento ou validação, utilizando a distância euclidiana, por exemplo; ii) Os vetores MCB são computados para o padrão  e para cada um de seus vizinhos; iii) Em seguida, os padrões dentre os k-vizinhos que satisfazem a condição  são selecionados e aplicados ao método OLA convencional ou a alguma variante deste. 
Nos trabalhos citados neste tópico, a utilização do conceito de MCB impactou positivamente em seus resultados.

4.1.2 Seleção dinâmica de Comitês de Classificadores: Algoritmos KNORA-UNION, KNORA-ELIMINATE e DES-FA
Os métodos KNORA-UNION e KNORA-ELIMINATE propostos por KO et al. (2008) são baseados no conceito de oráculo (oracle). O oráculo pode ser visto como o limite máximo possível de performance de um comitê dinâmico de classificadores. No conceito de oráculo, caso ao menos um classificador do comitê classifique corretamente um padrão na fase de generalização, este comitê é considerado capaz de classificá-lo corretamente. Intuitivamente, quanto mais diverso o comitê de classificadores, melhor será a performance do oráculo. Desta forma, aquele trabalho visa utilizar a natureza do oráculo, para de alguma forma utilizar apenas os classificadores considerados os mais capazes de classificar um dado padrão.
O algoritmo KNORA-UNION considera os K-vizinhos mais próximos ao padrão a ser classificado, os quais são obtidos em um conjunto de validação. Em sua fase de generalização, o algortimo opera da seguinte forma: dados os k vizinhos Xi, i = 1, ..., k mais próximos ao padrão de teste xt, o algoritmo seleciona os classificadores que classificam corretamente ao menos um dos padrões Xi. O algoritmo utiliza a regra do voto como método de combinação, de forma que cada classificador poderá votar mais de uma vez, votando, cada um, tantas vezes quantas vezes ele rotula corretamente cada padrão de Xi. O esquema realiza, então, uma votação ponderada, visto que alguns classificadores poderão ter maior poder decisório que outros.
Operando de maneira similar, o algoritmo KNORA-ELIMINATE, entretanto, tende a selecionar um menor número de classificadores para a geração do comitê dinâmico. Nesta abordagem, dados os k vizinhos Xi, i = 1, ..., k mais próximos ao padrão de teste xt, o comitê dinâmico a ser utilizado em cada classificação será composto pelos classificadores que rotulam corretamente todos os padrões de Xi. Caso não exista nenhum classificador no pool inicial que rotule corretamente todos os padrões Xi, o valor de k é decrementado em uma unidade e a verificação é repetida. O valor de k será decrementado até que se obtenha ao menos um classificador que obedeça a esta restrição de seleção. Caso o valor de k seja reduzido até 1 e nenhum classificador tenha sido selecionado, todos os classificadores serão utilizados para a classificação de xt. O algoritmo utiliza a regra do voto majoritário como esquema de combinação.
As abordagens KNORA-UNION e KNORA-ELIMINATE são relativamente simples e intuitivas, deixando espaço para otimizações em seus esquemas de funcionamento. Neste sentido, foi proposto o algoritmo DES-FA (Dynamic Ensemble Selection by Filter plus Adaptative Distance) (CRUZ, R.; CAVALCANTI, G.; REN, T., 2011), cujo foco é a melhoria do processo de extração das regiões de competência. O algoritmo DES-FA opera em duas fases: i) sobre o conjunto de dados destinado à validação para escolha do comitê dinâmico, é executado o algoritmo ENN (Edited Nearest Neighbor Filter) (WILSON, D. L., 1972), um algoritmo de seleção de protótipos que atua na remoção de padrões considerados ruidosos; ii) na segunda fase, o DES-FA opera tal como o KNORA-ELIMINATE, entretanto, emprega a distância adaptativa  utlizada em uma variante do algoritmo KNN (WANG, J.; NESKOVIC, P.; COOPER, L. N., 2007) para a extração do vetor dos k vizinhos Xi, i = 1, ..., k mais próximos ao padrão de teste xt. A partir destas modificações, o algoritmo conseguiu melhorias significativas sobre o KNORA-ELIMINATE original, uma vez que as que tanto o algoritmo ENN quanto o critério de utilização da distância adaptativa atuam na atenuação dos efeitos negativos da presença de padrões ruidosos na base de dados.



4.2 Método Proposto

No presente trabalho é apresentada uma abordagem para a geração dinâmica dos comitês de classificadores a serem utilizados na classificação de cada padrão do conjunto de testes. Conforme descrito anteriomente, um esquema peculiar de validação cruzada é aplicado na geração dinâmica dos comitês. Inicialmente a base de dados utilizada é dividida em dois conjuntos distintos: i) o conjunto de treinamento, utilizado em todo o processo de geração do pool de classificadores, extração de regiões de competência e seleção dinâmica dos comitês e ii) o conjunto de testes, utilizado na fase de generalização. A subseção seguinte detalha o processo de divisão da base de dados através de um exemplo.

4.2.1 Divisão da base de dados
Conforme descrito na figura 4.2, inicialmente a base é dividida em dois subconjuntos: treinamento e testes (fase A), com proporções definidas pelo processo de validação cruzada utilizado. Ainda nesta fase, o subconjunto de treinamento é novamente dividido em n-frações de dados. Na figura 4.2, para exemplificar, são utilizadas 4 frações, denominadas folds A, B, C e D, para a geração de um pool de 36 classificadores (fase B). Após esta divisão em 4 folds e utilizando um esquema de rotação de folds, é empregado o algoritmo Bagging (treinamento de classificadores a partir de extração de dados oriundos de reamostragem com reposição) para a geração dos classificadores componentes do comitê, sendo esta a fase denominada overproducing. 
No esquema de rotação de folds exemplificado na figura 4.2, 36 classificadores são gerados em paralelelo: 4 (quatro) grupos de 9 (nove) classificadores. Cada grupo de classificadores é gerado, via Bagging, utilizando conjuntos de dados ligeiramente distintos uns dos outros, compostos, cada qual, pela integração de 3 folds. E a cada grupo de classificadores estarão associados 4 conjuntos distintos de validação, os quais serão utilizados na fase de geração dinâmica de comitês (fase choose da abordagem). 
Ainda com relação ao esquema de divisão e rotação de folds, pode-se utilizar um uma abordagem diferente da descrita no parágrafo anterior. Tal como antes são gerados 36 classificadores em paralelo, porém empregando a divisão contrária à anterior: cada grupo de 4 terá seus classificadores treinados utilizando, cada grupo, um único fold como conjunto de treinamento, reservando os outros folds para a etapa de geração dinâmica do comitê (validação). A divisão dos folds nestes moldes pode apresentar melhores resultados que a primeira forma, uma vez que aqui os conjuntos destinados ao treinamento serão conjuntos disjuntos.
Muito embora existisse a possiblidade de realizar os experimentos com 2, 3, 4 ou até 5 folds, com divisões entre treinamento e validação das duas formas apresentadas nesta subseção, todos os experimentos foram conduzidos com a divisão da base de dados em apenas dois folds, como forma de focar mais a atenção do trabalho no método em si do que no esquema de divisão dos dados destinados ao treinamento da solução. Desta forma, as frações de dados destinadas ao treinamento e validação possuirão um mesmo número de instâncias, pressupondo que ambas etapas serão igualmente importantes no método proposto. 
A subseção seguinte descreve o método utilizado para a escolha dos componentes para classificação, a fase choose da abordagem. Nesta fase ocorre a geração dinâmica dos comitês.
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Figura 4.2 – Esquema de divisão da base de dados para operação do sistema proposto, pressupondo a utilização de um comitê com 36 classificadores, composto por 4 grupos de 9 classificadores, divisão do conjunto de treinamento em 4 folds e utilização de um único fold isoladamente como conjunto de validação.

4.2.2 O processo de escolha dos componentes
Após a geração do conjunto inicial de classificadores (classifier pool), o método entra na fase de generalização, onde os comitês são definidos dinamicamente. Após a divisão da fração destinada ao treinamento/validação em n-folds, conforme descrito na subseção anterior, são definidas as regiões de competência para este padrão a partir de um padrão de testes xt, sendo cada região composta pelos k’-vizinhos mais próximos a xt extraídos de seu conjunto de validação associado. Uma vez que é empregado o esquema de divisão em n-folds descrito anteriormente, em cada um dos n conjuntos de validação gerados são extraídos k’ (k’ = k/n) vizinhos a xt para compor as regiões de competência do padrão. Desta forma, cada padrão de teste utiliza, no total, k padrões distintos para compor suas regiões de competência, onde destes k padrões, a maior parte corresponderá aos k vizinhos mais próximos a xt obtidos a partir de toda a fração da base de dados destinada a treinamento/validação.
A definição de cada vizinhança de xt é feita através do critério da distância euclidiana. É importante destacar que outras medidas de similaridade ou distância poderão ser utilizadas, a exemplo da distância euclidiana adaptativa (WANG, J.; NESKOVIC, P.; COOPER, L. N., 2007), a qual, todavia não foi empregada neste trabalho. Para cada padrão de validação é mensurada sua distância a xt, sendo selecionados para compor sua região de competência os k’ padrões de validação mais próximos a xt ( conjunto k’-vizinhos).   A partir do conjunto k’-vizinhos, o comitê inicial tem seus componentes ordenados em ordem decrescente de competência, cujos valores são calculados a partir de cada conjunto de k’-vizinhos. Em virtude do caráter dinâmico do método, cada padrão de testes terá seu próprio conjunto k’-vizinhos os quais serão responsáveis pela geração de distintas ordenações dos componentes dos comitês iniciais. 
A seguir o método proposto é descrito em maiores detalhes.

O Método Proposto - Funcionamento
O método proposto opera em quatro etapas: i) divisão da base de dados para treinamento dos classificadores-base e definição dos conjuntos de validação; ii) definição dos valores de competência de cada classificador; iii) seleção do comitê dinâmico e iv) classificação.
Inicialmente a base é divida da forma já descrita anteriormente, onde a fração de dados destinada ao treinamento/validação é dividida em n-folds, os quais são separados em frações destinadas ao treinamento/validação de  grupos de classificadores a serem treinados em paralelo. Assim, para cada um dos  grupos de classificadores, são gerados, via Bagging,  classificadores, totalizando  classificadores que irão compor o pool. 
Após a geração do pool de classificadores e de posse das frações de dados destinadas à validação, o método entra em sua fase dinâmica de operação. Com a apresentação de um padrão de ser rotulado, são calculados os valores de competência para suas vizinhanças em cada fração de dados de validação. Aqui é adotada uma estratégia similar àquela empregada no método LCA – “A Posteriori” (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997), uma vez que são efetivamente utilizados para o cálculo do valor de competência apenas os padrões, dentre os k-vizinhos xt, que são rotulados pelo classificador com a mesma valoração de classe atribuída pelo classificador a xt. Individualmente cada classificador  tem sua competência calculada a partir da seguinte expressão:

onde

e  representa a fração de padrões da vizinhança de  que são corretamente rotulados pelo pool via voto majoritário. Desta forma, o termo  é utilizado como uma medida do grau de dificuldade de classificação do padrão. Valores altos para este termo implicam em padrões mais fáceis de serem classificados quando comparados a padrões associados a valores baixos de . E neste raciocínio, padrões com o termo  assumindo valores mais altos terão maior força no cálculo das competênicas individuais, ao passo que padrões de rotulações duvidosas (i.e. em regiões de fronteira de classificação ou padrões ruidosos) terão uma menor influência no cálculo da competência.
Sendo o comitê C’, composto por todos os n classificadores ordenados na forma anteriormente descrita, verifica-se, experimentalmente, que em situações onde o comitê comete um erro de classificação de um dado padrão de teste, pode existir um ou mais valores para m, m < n, que definem pontos de corte geradores de frações do comitê inicial capazes de rotular este padrão corretamente. Cada fração corresponderá aos m primeiros classificadores de C’, sendo esta fração do comitê original denominada . Baseado neste fato, o método proposto busca encontrar um valor mais provável de m e utilizá-lo para a geração do comitê final , com m classificadores, que será utilizado na classificação do atual padrão de teste via voto majoritário. Em outras palavras, após a ordenação dos classificadores, é executada uma poda no comitê. Como esta ordenação, com posterior poda, ocorre para cada padrão de teste, o método é definido como um método dinâmico de geração de comitês.
Uma vez definido C e o conjunto k-vizinhos de  no conjunto de testes/validação, para cada padrão , de k-vizinhos, é extraído um valor corte  para uma variável , tal que i ≤  ≤ , que maximiza g  em
g =  | i ≤  ≤ , onde   maximiza  (  )  
Sendo  é dimensão do comitê e

Este processo é repetido para cada um dos k elementos de k-vizinhos onde para cada um dos elementos é extraído um valor de . Ao valor de corte final  é atribuída a média aritmética dos valores de .  A figura 4.3 descreve as etapas de funcionamento do método proposto.
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Figura 4.3 – Algoritmo proposto.
A figura 4.4 descreve o funcionamento do método proposto, para o caso da divisão do conjunto de treinamento em dois folds.
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Figura 4.4 – Visão geral do sistema proposto para o caso da divisão do conjunto de treinamento em dois folds.
	Aqui é oportuno destacar que a seleção de classificadores na forma proposta tem uma característica peculiar em seu funcionamento. Durante a fase de poda, a fase de seleção de uma fração de classificadores de um pool de L classificadores ordenados por competência, são avaliados, em função dos padrões de uma região de vizinhança, o desempenho de L comitês sobre os dados de validação. O método não se restringe a analisar o desempenho isolado de cada classificador do comitê, mas analisa também o desempenho de grupos de classificadores atuando via voto majoritário, na fase de poda.
	
Capítulo 5 
Resultados Experimentais




Neste capítulo é realizada uma análise dos resultados experimentais obtidos. O método proposto foi testado em bases de dados públicas, de problemas reais de classificação conhecidos e considerados benchmarks. O desempenho do método é comparado ao desempenho de outras técnicas de geração de comitês de classificadores, sendo uma delas também de natureza dinâmica. Na seção 5.1 são descritas as bases de dados utilizadas. A seção 5.2 descreve a metodologia empregada na realização dos experimentos. Na última seção os resultados são apresentados e avaliados.

5.1 Bases de Dados Utilizadas
As bases utilizadas pertencem a áreas de distintos domínios. Foram empregadas 7 bases de dados, sendo 6 delas pertencentes aos repositórios públicos Proben1 (PRECHELT, L., 1994) e UCI Machine Learning Repository (NEWMAN et al., 1998) Uma outra base de dados foi montada e empregada nos experimentos. A seguir as bases são descritas em maiores detalhes.
Bupa Liver Disorders. A base é constituída por um conjunto de dados da área médica sobre doenças do fígado. Possui 345 registros, 6 atributos assumindo valores reais contínuos e um atributo de classe assumindo duas possíveis valorações. A primeira classe possui 145 registros e a segunda 200. As primeiras cinco variáveis são relativas a testes sanguíneos sobre os quais se pressupõem serem sensíveis a disfunções no fígado decorrentes de consumo excessivo de álcool. A base está disponível no respositório UCI.
Pima Diabetes. O problema contém dados obtidos de índios Pima, povo oriundo do estado do Arizona, Estados Unidos. Os pacientes de onde se extraíram os registros são do sexo feminino e com mais de 21 anos de idade. O problema consiste em dizer se um paciente possui ou não diabetes baseado em dados pessoais, tais como idade e número de gestações, bem como dados laboratoriais, a exemplo de pressão arterial, índice de massa corpórea e teste de tolerância à glicose. A base de dados possui 768 registros e 8 atributos. A classe alvo (casos positivos) contém 268 registros (34,9% dos dados). Base extraída do repositório Proben1.
Sonar (Mine vs. rocks). A base de dados pública Mines vs. Rocks contém 208 registros, dos quais 111 referentes à classe “Mina” e 97 registros referentes à classe “Rocha”. Cada classe foi obtida, respectivamente, a partir da aplicação de sinais de sonar em um metal cilíndrico e sobre rochas em vários ângulos e sobre várias condições (GORMAN, R. P.; SEJNOWSKI, T. J., 1988), visando identificar a partir da análise dos dados se o objeto rastreado pelo sistema de sonar é uma mina (corpo cilíndrico metálico) ou uma rocha arredondada. A base de dados está atualmente disponível no repositório UCI, possuindo 60 atributos numéricos. 
Blood Transfusion. A base foi construída a partir dos registros gerados por doações de sangue em um centro de doações de Taiwan. Foi gerada para testar uma variante do modelo RFM (Recency – Frequency – Monetary), uma metodologia utilizada para analisar o comportamento de clientes dentro da área de Marketing (YEH, I.; YANG, K.; TING, T., 2008). Na geração da base foram aleatoriamente selecionados 748 registros da base total. Cada registro é composto pelos seguintes atributos: i) Recency – número de meses decorridos desde a última doação; ii) Frequency – número total de doações já realizadas pela pessoa; iii) Monetary – total de sangue doado e iv) Time – número de meses decorridos desde a primeira doação. A variável resposta é uma variável binária que informa se a pessoa realizou doação no mês de março de 2007, como uma forma de simular uma situação de previsão de doação. A base possui 748 registros, dos quais 24% pertencem à classe 1 (realizou doação em questão) e 76% pertencem à classe 0 (não realizou doação). A base está disponível no repositório UCI.
Ionosphere. A base de dados agrupa informações capturadas por 16 antenas de alta frequência na busca de informações de elétrons livres na ionosfera. Os dados foram coletados pelo Grupo de Física Espacial do Laboratório de Física Aplicada do campus de Laurel, Maryland, Universidade John Hopkins. A coleta foi realizada em Goose Bay, Labrador. A base possui 351 registros, sendo composta por 34 atributos contínuos, rotulados em ‘bons’ e ‘ruins’. Registros rotulados como ‘bons’ evidenciam alguma espécie de estrutura na ionosfera, ao passo que registros ‘ruins’ não evidenciam estruturas na ionosfera de forma que os sinais enviados a atravessaram. A base está disponível no repositório UCI. Informar a distribuição por classe.
[bookmark: _GoBack]Cancer (Wisconsin Breast Cancer). O problema busca diagnosticar câncer de mama através da análise de atributos descritivos das células obtidos por análise microscópica. Assim será possível inferir se o tumor é maligno ou benigno. Os atributos considerados descrevem a morfologia das células nas observações.  A base de dados possui 699 registros, com 9 variáveis, todas contínuas. A variável de classe é binária, contendo 34,5% dos registros rotulados como “malignos”.
Mortalidade Infantil Brasil 2000. A base foi montada a partir dos registros obtidos do website do IBGE, da base DATASUS e de dados extraídos do Atlas do Desenvolvimento Humano no Brasil (PNUD, 2003), software de consultas que congrega dados do IPEA, IBGE dentre outras instituições de pesquisa. Os dados se referem aos anos 2000 e 2002. A escolha dos atributos foi motivada por estudos que apontam para a existência de uma correlação entre as características sócio-econômicas e os níveis de MI nas sociedades (BOING, A. F.; BOING, A. C., 2008), sobretudo pelo estudo coordenado por Celso Simões do IBGE (IBGE, 1999), que aponta para a exclusão social de parcelas significativas da população do Brasil e a manutenção das desigualdades sociais e regionais como um forte obstáculo a reduções mais significativas dos níveis de mortalidade infantil.
Os atributos da base Mortalidade Infantil Brasil 2000 encontram-se subdivididos conforme os tipos de dados relativos: (i) à infra-estrutura (e.g. percentual de domicílios urbanos com serviços de coleta de lixo, de pessoas que vivem em domicílios com água encanada, com rede de esgoto e saneamento básico); (ii) aos indicadores sócio-econômicos (e.g. tempo de escolaridade de pessoas com idade superior a 25 anos, percentual de analfabetos com idade superior a 25 anos, renda per capita do município, distribuição da população (zona rural x área urbana)); (iii) à existência e/ou acesso aos serviços de saúde (e.g. número de estabelecimentos de saúde geral e pública, números de leitos para internação, número de médicos residentes) e (iv) aos indicadores de natalidade (e.g. taxa de fecundidade total). Esses dados foram relacionados com a mortalidade até 1 ano de idade. Foram ainda criados 3 atributos a partir dos já existentes visando embutir conhecimento sobre a base. A base final possui um total de 33 atributos e 5.507 registros que se referem aos municípios existentes no Brasil de acordo com o Censo 2000 do IBGE. A classe de saída representa o nível da taxa de mortalidade no município. Os municípios brasileiros estão então divididos em duas categorias em termos de taxas de mortalidade infantil tendo o limiar para a segregação em duas classes igual a 25 (vinte e cinco) mortes. Desta forma, os registros com taxas acima de 25 mortes antes de completar um ano de nascido por mil nascidos vivos, são agrupados na classe 1 (altas taxas de mortalidade) e, para registros com taxas menores ou iguais a esse limiar, é associada a classe 0 (baixas taxas de mortalidade). A base possui 40,48% de suas instâncias rotulados com classe “baixas taxas de mortalidade” e 59,52% com “altas taxas de mortalidade”




 As bases estão sumariamente descritas na tabela 4.1. Estas bases de dados foram escolhidas por se tratarem de problemas de classificação binária e por possuírem um razoável número de registros, de forma a permitir uma melhor avaliação dos métodos propostos.
Tabela 4.1 – Principais características da base de dados utilizadas nos experimentos.
	Base de dados
	Número de registros
	Número de atributos
	Número de Classes

	Pima Diabetes
	768
	8
	2

	Blood Transfusion
	748
	4
	2

	Liver Disorders 
	345
	6
	2

	
	
	
	


Nos experimentos realizados, para cada base de dados foi executado um total de 20 iterações empregando a metologia 10-fold cross-validation. Para efeitos de comparação de desempenho com os métodos propostos, foram utilizados os algoritmos Bagging (BREIMAN, 1996) e Stacking (WOLPERT, 1992). 
No algoritmo Bagging, utilizado como método base para a geração do pool de classificadores a ser utilizado pelos métodos propostos, foram gerados 35 classificadores componentes, utilizando árvores de decisão que implementam o algoritmo C4.5. O algoritmo C4.5 é considerado uma dos mais populares implementações deste gênero de algoritmo (KUNCHEVA, 2004). Para a aplicação de Stacking, foram utilizados os classificadores K-NN (K-Vizinhos mais próximos), Naive Bayes, árvore C4.5 e o classificador Multilayer Perceptron (MLP). Como meta-classificador foi empregado o classificador MLP treinado com 1 camada escondida composta por 4 neurônios. Os resultados foram comparados através do teste de Hipótese t-student para as médias das taxas acertos, execuções pareadas a 95% de confiança.
As tabelas 4.2 em diante contém os resultados das execuções, onde cada valor na tabela corresponde à média da taxa de acertos sobre o conjunto de testes de cada base de dados.
.
Tabela 4.2: Resultados comparativos utilizando distância euclidiana e k = 20 na definiação da vizinhança durante a fase de execução dos métodos propostos.
	Base de dados
	Método 1
	Método 2
	Bagging (B)
	Stacking (S)

	Blood Transfusion
	78,24
	78,13
	78,16
	78,11

	Pima Diabetes
	76,15
	76,16
	76,08
	76,36

	Liver Disorders
	70,73 (B)
	70,27 (B)
	70,05
	69,99



Tabela 4.2: Resultados comparativos utilizando distância euclidiana e k = 20 na definiação da vizinhança durante a fase de execução dos métodos propostos. Valores de corte obtidos com ponderação pela distância euclidiana nos métodos propostos.
	 Base de dados
	Método 1
	Método 2
	Bagging (B)
	Stacking (S)

	Blood Transfusion
	78,40
	78,33
	78,37
	78,31

	Pima Diabetes
	76,16
	76,25
	76,19
	76,52

	Liver Disorders
	70,32 (B)
	69,79 (B)
	69,44
	69,87



Tabela 4.3: Resultados comparativos utilizando distância euclidiana adaptativa e k = 20 na definiação da vizinhança durante a fase de execução dos métodos propostos. Valores de corte obtidos com ponderação pela distância euclidiana adaptativa e percentual de concordância entre os classificadores para cada padrão de validação. 
	 Base de dados
	Método 1
	Método 2
	Bagging (B)
	Stacking (S)

	Blood Transfusion
	77,30
	77,57
	78,45
	78,47

	Pima Diabetes
	76,67 (B)
	76,52 (B)
	76,32
	76,62

	Liver Disorders
	71,62 (B, S)
	70,30
	70,30
	69,68
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