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Resumo
O trabalho apresenta uma metodologia para a geração dinâmica de comitês de classificadores, em que a cada padrão de testes é atribuído, na fase de generalização, um comitê para a tarefa de classificação. Este comitê é composto pelos classificadores com maiores chances de acerto de classificação de cada um dos padrões na fase de generalização. A partir da divisão da base de dados, destinada ao treinamento da solução, em conjunto de treinamento e conjunto de validação, um conjunto inicial de classificadores é gerado utilizando uma metodologia consagrada na literatura. A fração dos dados destinada ao treinamento é utilizada nesta primeira fase. Na segunda fase de operação do método proposto, a fração de dados destinada à validação é utilizada para a definição das regiões de competência e para o cálculo dos valores de competência associados àquela região. A região de competência irá conter os padrões mais similares ao padrão de teste a ser rotulado durante a classificação. A partir destes padrões, um valor de competência é extraído e associado a cada classificador gerado na primeira fase de operação do método. No cálculo dos valores de competência, o trabalho propõe a utilização de um critério de margem, que visa associar diferentes graus de importância aos padrões da região de competência, resultando em estimações de competências mais precisas. Após cada classificador receber um valor de competência associado à região em análise, o comitê é então ordenado em ordem decrescente, por competências, partindo para a fase final de operação do método proposto. Nesta última fase, dada a região de competência e os padrões de validação associados, bem como os classificadores ordenados conforme descrito, é aplicado um critério proposto para a escolha da fração ideal de comitês a ser utilizada na classificação do padrão de teste atual. Este critério realiza uma escolha do tamanho do comitê dinamicamente, baseado também em um critério local de margem. Foram realizados experimentos comparativos, a partir dos quais se verificou a viabilidade do método proposto. Experimentos mais específicos demonstram que os critérios adotados para a extração dos valores de competência, que faz uso de um termo de margem associado, bem como a definição dinâmica do tamanho do comitê, também geram contribuição positiva para os resultados do método.
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Capítulo 1
Introdução 



Muitas vezes em nossas vidas, quando estamos diante de uma situação que exige uma tomada de decisão de grande impacto, buscamos recorrer a opiniões de especialistas no assunto em questão, de forma a embasar, com opiniões sensatas e fundamentadas, nossa tomada de decisão. Buscamos, ainda, colher opiniões embasadas em diferentes pontos de vistas, ou opiniões de especialistas de áreas complementares. Tomemos como exemplo o caso da compra de um imóvel. Para a tomada de decisão sobre a compra, podemos recorrer a opinião de um corretor imobiliário que nos informará se o preço cobrado está de acordo com a realidade do momento; já a opinião de um economista informará se a compra representa um bom investimento a médio prazo; um advogado poderá ser útil nos esclarecimentos sobre desembaraços legais; um engenheiro civil poderá emitir sua opinião sobre a solidez da estrutura edificada ou outros problemas aparentes; um morador da região nos informará sobre a segurança na vizinhança, serviços existentes no bairro, comércio etc. As opiniões emitidas tem caráter complementar e, sem dúvida, contribuirão para que a decisão tomada dificilmente venha a se converter em um arrependimento. 
Em outras situações, podemos promover a reunião de um grupo de pessoas para se discutir sobre qual decisão tomar. Os membros deste grupo devem possuir um determinado nível de conhecimento sobre o tema em questão, e, ao mesmo tempo, devem deter opiniões diversas, preferencialmente complementares. Com estes pressupostos, espera-se que o grupo venha contribuir para um debate que possa listar os principais pontos relacionados a cada opção componente do espaço de escolhas.
De maneira análoga, comitês de classificadores buscam extrair informações de naturezas complementares e diversas sobre o problema. A geração de um comitê diverso, no qual cada hipótese formulada por cada classificador é tão diferente das demais quanto possível, de forma a não perder a consistência com o conjunto de treinamento é uma propriedade importante para a geração de um bom comitê (KROGH, A.; VEDELSBY, J., 1995). É essencial que os acertos e erros cometidos individualmente por cada classificador componente do comitê possuam natureza complementar em relação aos erros e acertos dos demais classificadores do comitê; do contrário, a utilização de um único classificador seria uma decisão mais sensata. 
Em problemas de classificação, uma das áreas que vem ganhando crescente atenção da comunidade de aprendizagem de máquina nos últimos anos é a combinação de classificadores via comitês, metodologia também conhecida por sistemas de múltiplos classificadores (MCS – Multiple Classifier Systems) ou conjunto de classificadores (EoC – Ensemble of Classifiers). A idéia é, em geral, relativamente simples sendo capaz de aumentar a capacidade de generalização de sistemas inteligentes (DIETTERICH, T., 2000).

1.1 Motivação
A utilização de comitês de classificadores tem sido objeto de muitas pesquisas na área de inteligência computacional nos últimos anos. Um fator motivador para as pesquisas na área pode ser explicado pela relativa simplicidade conceitual da técnica que, em geral, é capaz de aumentar o poder de generalização de um sistema de classificação ou regressão. Para ilustrar o poder teórico envolvido na utilização de comitês, analisaremos uma situação hipotética, através de uma analogia, envolvendo combinação de resultados independentes em uma simulação de um processo estocástico.
Consideremos n tentativas independentes de um mesmo experimento aleatório em um problema de classificação binária. Cada tentativa admite dois resultados: i) sucesso com probabilidade p e ii) fracasso com probabilidade q, sendo p + q = 1. Consideremos ainda que as probabilidades p e q não variam a cada experimento. Seja X o número de sucessos obtidos em n tentativas. A variável X terá, sob estas condições, uma distribuição binomial de probabilidade. 
Partindo para um experimento prático, tomemos agora um comitê de classificadores hipotéticos, denominado Cn. Cada tentativa de um mesmo experimento aleatório é associada a um classificador distinto de Cn. Esta situação é mostrada na Tabela 1.1. Neste exemplo são realizados 10.000 experimentos, cada experimento consistindo de 11 tentativas, e o resultado de cada uma delas associado ao resultado da classificação de um classificador do comitê hipotético Cn. Cada tentativa possui probabilidade p = 0.7 para sucesso (acerto de classificação) e q = 0.3 para fracasso (erro de classificação), sendo a simulação executada a partir de realizações de uma variável aleatória com distribuição uniforme de probabilidade no intervalo [0, 1]. Na tabela 1.1 cada sucesso é representado pelo símbolo ‘+’, e cada fracasso por ‘-’. Consideremos ainda que um dado experimento é rotulado pelo comitê como “bem sucedido” se o número de sucessos obtidos em todas as 11 tentativas superar o número de fracassos; caso contrário será rotulado como “mal sucedido”. 
Tabela 1.1 - Experimentos para uma tarefa hipotética de classificação via comitê de classificadores.
	               Tentativas
Experimentos
	c1
	c2
	c3
	c4
	c5
	c6
	c7
	c8
	c9
	c10
	c11
	Resultado do experimento

	Experimento 1
	-
	-
	+
	+
	+
	-
	-
	-
	+
	+
	-
	mal sucedido

	Experimento 2
	+
	+
	+
	+
	-
	+
	-
	+
	-
	-
	+
	bem sucedido

	Experimento 3
	+
	+
	+
	-
	+
	+
	+
	+
	+
	+
	+
	bem sucedido

	Experimento 4
	-
	+
	+
	+
	+
	+
	+
	+
	-
	+
	-
	bem sucedido
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	Experimento 10.000
	+
	+
	+
	+
	+
	+
	-
	-
	+
	+
	+
	bem sucedido



Ao final, 9.056 dos 10.000 experimentos foram rotulados como “bem sucedidos” pelo comitê, ou seja, em 90,56% dos experimentos o número de sucessos (+) superou o de fracassos (-).
Algumas comparações com uma tarefa real de classificação via sistema de múltiplos classificadores podem ser feitas a partir do conjunto de experimentos realizados: i) cada experimento pode ser associado a uma instância de teste da base de dados de um problema real de classificação; ii) cada tentativa corresponde ao resultado da classificação gerada por um classificador do comitê; iii) cada rotulação de um experimento corresponde ao resultado final da classificação gerada pelo comitê via voto majoritário. Desta forma, cada classificador do comitê possuiria taxa média de acertos de 70%, ao passo que um comitê com 11 destes classificadores elevaria a taxa global de acertos para 90,56%. Esta situação é, entretanto, extremamente otimista para um sistema de múltiplos classificadores uma vez que, nesta simulação, as tentativas (classificações) para cada experimento (registro) são independentes, gerando resultados descorrelacionados, ao passo que em um problema real de classificação via comitê de classificadores, seus componentes são treinados para a mesma tarefa de classificação, gerando, portanto, um conjunto de saídas correlacionadas. 
Caso fosse possível construir um sistema de múltiplos classificadores que gerasse saídas descorrelacionadas para um problema de classificação e onde cada classificador possuísse uma probabilidade fixa e conhecida de sucesso na tarefa de classificação de cada instância de teste, as taxas de acertos, via voto majoritário, para o problema, poderiam ser informadas a partir de uma variável aleatória com distribuição binomial de probabilidade. A tabela 1.2 mostra as taxas de acerto de acordo com o número de classificadores e suas probabilidades individuais de sucesso.
Tabela 1.2 - Taxas de acertos assumindo resultados independentes para cada classificador e probabilidades de acertos conhecidas e fixas.
	Probabilidade individual de sucesso
	Tamanho do Comitê
	Taxa média de acertos do comitê (%)

	0,6
	3
	64,80

	
	7
	71,02

	
	11
	75,35

	
	21
	82,56

	0,7
	3
	78,40

	
	7
	87,40

	
	11
	92,18

	
	21
	97,36

	0,8
	3
	89,60

	
	7
	96,67

	
	11
	98,83

	
	21
	99,90



Um comitê de classificadores conforme aquele descrito no parágrafo anterior é hipotético e extremamente otimista. Como, na prática, cada classificador membro de um comitê é treinado com uma mesma base de dados, para uma mesma tarefa, os resultados individuais inferidos pelos classificadores para cada instância de teste são correlacionados. E à medida que a taxa individual de acertos dos membros de um comitê de classificadores aumenta, as correlações entre seus componentes também aumentam. O que se busca, na prática, é diminuir a correlação entre os erros cometidos pelos componentes, mantendo a consistência com a hipótese mapeada, de forma que um erro cometido por um classificador em um dado padrão de teste seja compensado por acertos de outros classificadores para aquele mesmo padrão.
Partindo para uma situação real, vale citar a competição Netflix Prize (2010). A Netflix Prize foi uma competição de mineração de dados que durou mais de 3 anos e conheceu seu vencedor em setembro de 2009. O objetivo da competição era prever a avaliação que uma pessoa faria de um filme baseado em suas preferências por filmes. A equipe vencedora da competição foi composta por uma fusão de outras equipes participantes, as quais de alguma maneira combinaram suas soluções individuais e conseguiram um resultado superior ao de todas as demais equipes.
Ainda sobre a Netflix Prize, utilizando as submissões de soluções efetuadas por todos os participantes da competição, uma segunda competição foi organizada de maneira independente por Phil Brierley, a AusDM 2009 Analytic Challenge (AusDM, 2010). Nesta segunda competição, os dados disponibilizados para os participantes eram as submissões efetuadas por todas as equipes da competição Netflix Prize, os quais deveriam de alguma forma serem combinados visando gerar uma solução que minimizasse o critério de erro estabelecido, computado sobre uma massa de dados independente. A organização da competição AusDM fez algumas análises acerca das soluções submetidas pelos competidores da Netflix Prize, as quais estão bem sintetizadas na Figura 1.1.
[image: http://www.tiberius.biz/ausdm09/images/rmse.gif]
Figura 1.1 Análise gráfica do desempenho das soluções submetidas à competição Netflix Prize (Netflix, 2010).

Ao total, a competição reuniu 1151 participantes, onde cada um gerou um modelo de onde se extraiu uma solução para o problema. A Figura 1.1 contém um gráfico no qual no eixo das ordenadas é informado um valor de erro associado a cada modelo gerado e no eixo das abscissas estão dispostos os modelos enumerados por ordem crescente de erro. De todos os 1151 modelos gerados, apenas 5 superam o modelo médio, correspondente a um modelo cuja saída é a combinação, via média, de todas as saídas produzidas por todos os modelos. Já a combinação, através da média, das saídas produzidas pelos 10 melhores modelos resulta em um modelo superior ao melhor modelo gerado. Estas constatações evidenciam o poder associado à combinação de classificadores.


1.1.1 Outras Considerações sobre a Motivação para a Utilização de Comitês
Para Dietterich (2000) existem razões, de três naturezas distintas, que justificam a construção de comitês de classificadores. A primeira razão é de natureza estatística, onde um algoritmo de aprendizagem pode ser interpretado como uma busca pela melhor hipótese num espaço de hipóteses H. Cada hipótese representa um classificador obtido no processo de treinamento. Neste caso, surge um problema quando a quantidade de dados existente é muito pequena, e o algoritmo pode encontrar mais de uma hipótese que leve a uma mesma taxa de acerto no conjunto de treinamento. Desta forma, uma melhor generalização pode ser obtida quando as hipóteses encontradas (classificadores distintos) são combinadas através da média de suas respostas, como forma de minimizar o risco da escolha de uma hipótese errada durante o treinamento. 
A segunda razão, apontada por Dietterich, é de natureza computacional e pode ocorrer em casos de abundância de dados, ao contrário da razão anterior. Nesta segunda razão, os algoritmos podem atingir diferentes mínimos locais, não necessariamente alcançando um mínimo global na superfície de erro. Como forma de minimizar os efeitos do atingimento de diferentes mínimos locais durante o treinamento, e pressupondo que tais mínimos são próximos ao mínimo global, uma melhor resposta de generalização pode ser obtida pela combinação das saídas individuais de cada classificador. 
E por fim, a terceira razão para a utilização de comitês de classificadores é de natureza representacional é está relacionada à natureza dos algoritmos de classificação e sua relação com o conjunto de amostras apresentado para o treinamento. Por exemplo, caso o problema seja de natureza não-linear, e o classificador utilizado seja de natureza linear, este não poderá isoladamente representar a melhor hipótese dentre todas as possíveis hipóteses de H. Assim, a combinação de classificadores poderá ser uma alternativa para o problema. O aspecto representacional também poderá estar relacionado ao fato de que a amostragem utilizada para o treinamento pode não conter o caminho para se encontrar a hipótese ótima, justificando assim a utilização de uma combinação na tentativa de obter uma melhor aproximação àquela hipótese.
Vale ressaltar que os motivos expostos acima não são pressupostos suficientes para uma melhor resposta de generalização em um problema de classificação, não garantindo, portanto, que o processo de classificação via comitês irá sempre oferecer uma resposta melhor que a obtida com a utilização de um único classificador (o melhor classificador – Single Best Classifier) ou mesmo elevar a média das taxas de acerto individuais dos classificadores. O que é garantido é que estas três deficiências existentes no processo de classificação via classificador único serão consideradas, e na pior das situações, atenuadas. Por outro lado, a teoria estudada e o trabalho experimental publicado até agora vêm demonstrando, de maneira geral, que o êxito na classificação via comitês é algo factível.
Por outro lado, é oportuno ter em mente que a utilização de comitês tem uma característica, por vezes, indesejável, especialmente quando se trabalha com árvores de decisão ou algoritmos indutores de regras.  A capacidade de se interpretar e explicar uma saída produzida por uma árvore de decisão, em termos humanos e em linguagem natural, é perdida, ou, na melhor das situações, prejudicada, quando se utiliza um comitê de árvores. Na prática, a finalidade da solução proposta deve ser analisada para que se verifique se a capacidade de interpretar a saída gerada pelo sistema é uma característica primordial, secundária ou mesmo irrelevante da aplicação.

1.2 Objetivos
O principal objetivo deste trabalho é realizar a concepção de um sistema de múltiplos classificadores baseado na abordagem dinâmica de construção de comitês. É sensato afirmar que nem todo classificador de um comitê seja um especialista na classificação de todos os padrões na fase de generalização, sendo uma idéia plausível a escolha de um subconjunto de classificadores para classificar um dado padrão, ou, de uma forma mais geral, atribuição de diferentes ponderações para cada classificador no processo de decisão final. A abordagem dinâmica de geração de comitês de classificadores deriva da abordagem de seleção dinâmica de classificadores, sendo esta última baseada na premissa de que cada classificador é um especialista em uma determinada região do espaço de características, sendo, portanto, conveniente o estabelecimento de um critério de escolha do classificador baseado na região em que se localiza o padrão a ser classificado. 
O presente trabalho propõe uma forma de seleção dinâmica de comitês de classificadores. Dado um conjunto inicial de classificadores de cardinalidade , a seleção proposta ocorre em duas etapas principais: i) definição das regiões de competência e extração de um valor de competência associado a cada classificador; ii) ordenação dos classificadores por ordem decrescente de competência para posterior seleção de uma fração do comitê correspondente aos  primeiros classificadores ordenados, sendo  Desta forma, busca-se a escolha de um conjunto de classificadores que melhor representem o conhecimento ali existente. Uma região de competência pode ser entendida como a região do espaço de características onde estão contidos os padrões utilizados para a extração de um valor de competência associado a um classificador. A competência do classificador em uma determinada região é interpretada como a aptidão que o classificador tem para desempenhar com sucesso sua tarefa naquela região. O funcionamento do método guarda semelhança com aqueles apresentados em Ko, Sabourin e Britto (2008). 
Neste trabalho, a etapa de extração dos valores de competência de cada classificador em uma determinada região do espaço de características guarda semelhança com o processo descrito por Giacinto, Roli e Fumera (2000). Naquele trabalho, a competência do classificador em uma dada região corresponde à média ponderada das estimativas de probabilidade que o classificador fornece à classe real de cada um dos k-vizinhos mais próximos, onde os pesos são os inversos das distâncias entre cada um dos k-vizinhos mais próximos e o padrão de teste.  Aquela métrica utiliza a estimativa de probabilidade a posteriori, fornecida pelo classificador, de o padrão pertencer a uma determinada classe. O presente trabalho não utiliza a estimativa de probabilidade de cada classificador para cada uma das classes, mas sim uma medida extraída do comitê de classificadores que poderá ser utilizada para recompensar ou punir cada classificador de acordo com seu desempenho de classificação no conjunto de validação. Desta forma não se faz necessária a utilização de um estimador formal de probabilidade, ou mesmo de uma aproximação desta através da calibração de escores gerados por classificadores de saídas contínuas. A estimativa utilizada poderá, inclusive, trabalhar diretamente com saídas discretas fornecidas por classificadores que assim operam.
O método é baseado na abordagem Overproducing and Choose Strategy (OCS) (PARTRIDGE, D.; YATES, W., 1996), que gera um conjunto inicial de classificadores (classifier pool) baseado em alguma técnica de geração de comitês. Tipicamente é utilizado o algoritmo Bagging na geração do conjunto inicial, tal como em Dos Santos et al. (2008). Outras técnicas para a geração do conjunto inicial de classificadores também podem ser utilizadas, a exemplo do Random Subspace Method (HO, T., 1998) que gera classificadores com base em diferentes subconjuntos do espaço de características (diferentes subconjuntos de atributos originais).
A Figura 1.2 ilustra de maneira simplificada a divisão do conjunto de dados para o método. O conjunto de treinamento é utilizado na geração do conjunto inicial de classificadores, seguindo a abordagem OCS empregando o algoritmo Bagging, como forma de gerar um conjunto diverso de classificadores. São utilizados classificadores que implementam o popular algoritmo de indução de árvores de decisão C4.5 (QUINLAN, J. R.,  1993). O conjunto V é utilizado na extração das competências associadas a cada padrão de testes, bem como na seleção do subconjunto de classificadores a ser utilizado.
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Figura 1.2 Visão simplificada da divisão do conjunto de dados para a abordagem proposta. Casa base de dados é dividida em três conjuntos: treinamento, validação (V) e teste (T).
Após a geração do comitê inicial de classificadores, o método, já na fase de generalização, procede com a escolha de uma fração destes classificadores para cada padrão a ser rotulado. Esta é a fase dinâmica do método. Nesta fase, em linhas gerais, o método proposto opera em duas etapas principais, que se sucedem. Na primeira etapa, um valor de competência é atribuído a cada classificador gerado. Este valor é calculado a partir do desempenho de classificação do comitê como um todo bem como de acordo com o desempenho de cada classificador isoladamente na classificação dos padrões de validação. A etapa é finalizada com a ordenação dos classificadores em ordem decrescente de competência. Na segunda etapa, utilizando os padrões de validação associados, uma fração do comitê ordenado correspondente aos n primeiros classificadores é obtida. O valor n poderá assumir qualquer valor inteiro entre 1 e a dimensão do comitê original, inclusive. Esta fração será então utilizada na classificação de um determinado padrão na fase de generalização. Nesta segunda etapa, o critério empregado na escolha da fração do comitê, busca, para cada padrão de validação, a fração que maximize a diferença entre o número de classificadores que classificam corretamente e os que classificam incorretamente cada padrão de validação.
Este método, nas duas etapas anteriormente descritas, apresenta contribuições interessantes. A primeira é demonstrar que um critério usualmente utilizado na seleção dinâmica de um único classificador pode ser a base para a seleção de uma fração de classificadores de um comitê, a partir de uma poda aplicada ao comitê previamente ordenado por competências. A segunda contribuição é apresentar uma nova forma de seleção de uma fração destes comitês ordenados, a qual opera de maneira independente da primeira etapa e poderá ser utilizada em qualquer outro critério de seleção dinâmica de classificadores que utilize uma sistemática de ordenação de seus componentes para uma posterior poda. 

1.3 Conteúdo da Dissertação
O presente trabalho está dividido em seis capítulos, conforme descrito abaixo:
· O Capítulo 2 descreve temas relacionados ao presente trabalho bem como as abordagens existentes para a geração de comitês de classificadores. Contém também uma revisão de literatura sobre comitês de classificadores, descrevendo alguns métodos de natureza estática e dinâmica.
· O Capítulo 3 descreve a técnica proposta, bem como alguns trabalhos com as quais ela guarda alguma relação.
· O Capítulo 4 descreve as bases de dados utilizadas e apresenta o projeto experimental, os resultados experimentais da técnica proposta comparada com outras técnicas de geração de comitês de classificadores, dentre elas uma técnica também dinâmica.
· O Capítulo 5 contém um resumo do trabalho, os resultados mais relevantes, apresenta as limitações encontradas e traça as perspectivas de trabalhos futuros.
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Comitês de Classificadores: Conceitos Relacionados e Revisão de Literatura 



Este capítulo tem o objetivo de apresentar alguns conceitos básicos relacionados com este trabalho, uma parte introdutória sobre comitês de classificadores e uma revisão de literatura da área. Na primeira parte é feita uma breve introdução sobre métodos de aprendizado de máquina com foco nos algoritmos utilizados neste trabalho. Assim, na primeira parte é descrito o funcionamento dos algoritmos KNN (k Nearest Neighbor) e árvores de decisão (decision trees - DT), os quais são os métodos diretamente relacionados com o funcionamento da abordagem proposta. As seções seguintes tratam de comitês de classificadores de uma forma introdutória, a questão da diversidade no contexto de comitês, abordagens existentes na geração de comitês e a combinação de decisões individuais. Uma revisão de literatura é apresentada ao longo do capítulo.






O APRENDIZADO DE MÁQUINA

O aprendizado de máquina é uma disciplina focada na extração de conhecimento a partir da análise de conjuntos de dados, utilizando métodos estatísticos e computacionais, sendo hoje um dos principais troncos da Inteligência Computacional. Aplicações de Aprendizado de Máquina estão presentes em diversas áreas, tais como processamento de linguagem natural, detecção de intrusão em redes de computadores, análise de crédito dentre outras.
O aprendizado, no contexto da aprendizagem computacional, pode adotar dois paradigmas distintos: i) indutivo; ii) dedutivo ou analítico (MITCHELL, T. M., 1997). A aprendizagem de máquina foca sua atenção nos métodos baseados no aprendizado indutivo, i.e. métodos que aprendem a partir de exemplos de treinamento através da identificação de características nos dados as quais possibilitam aos métodos distinguir características positivas de negativas presentes nos exemplos. Como regra geral, independente da área, o processo de aprendizagem indutivo faz uso de uma massa de dados, composta por registros, ou instâncias, sendo estes, por sua vez, formados por atributos, ou variáveis, que descrevem as características dos registros da amostra. Desta forma, tem-se que a cada registro está associado um vetor de atributos. 
Com relação a presença e tipo de estímulo no processo de aprendizagem, de acordo com Russell e Norvig (2003) a aprendizagem pode ser dividida em: i) aprendizagem supervisionada; ii) aprendizagem não-supervisionada ; iii) aprendizagem por reforço e iv) aprendizagem semi-supervisionada. Na aprendizagem supervisionada, cada instância está associada a uma classe pré-definida, sendo a tarefa do algoritmo o treinamento de um sistema computacional para a associação de instâncias a uma determinada classe. Na aprendizagem não-supervisionada, a tarefa consiste em verificar a existência de estruturas nos dados, caso exista alguma (Kuncheva, L., 2004). Desta forma, um usuário de técnicas desta natureza quer saber se existem grupos nos dados de sua amostra, e que quais características os fazem estar agrupados, quais aspectos os tornam similares dentro de seu grupo, e quais os tornam diferentes dos elementos de outros grupos. Na aprendizagem por reforço, algumas vezes vista como um caso particular de aprendizagem supervisionada (BRAGA, A. P.; CARVALHO, A. P.; LUDERMIR, T. B., 2007), o sistema aprende por uma série de estímulos, os quais podem ser de recompensa ou de punição e visam reforçar as ações corretas tomadas pelo algoritmo de aprendizagem. No paradigma semi-supervisionado de aprendizagem, nem todos os dados de treinamento possuem uma classe pré-definida informada de antemão, prevalecendo uma quantidade maior de dados sem classes conhecidas.
Uma das grandes áreas de aplicação de métodos de aprendizagem de máquina é a classificação de padrões. Na classificação o objetivo é a atribuição de uma categoria, dentre um conjunto de categorias conhecidas, a um dado padrão. Muitos são os métodos presentes na literatura que tratam desta tarefa, alguns dos quais serão brevemente descritos nas seções seguintes.

O Algoritmo k-NN

O algoritmo K-Nearest Neighbor (KNN) (DAVID et al., 1991) realiza a classificação de um novo padrão a partir dos padrões mais próximos a ele presentes em uma base de dados cujas instâncias possuem classes já conhecidas. Como cada padrão é representado por uma tupla de valores, seus atributos, variáveis ou características, o padrão pode ser visto como um ponto no espaço de características. Desta forma, as distâncias entre o padrão a ser classificado e todos os demais padrões de um conjunto de treinamento são computadas, e os k padrões mais próximos ao novo padrão são obtidos. Usualmente é utilizada a distância euclidiana (KUNCHEVA, L., 2004). De posse destes k padrões, o padrão é rotulado com a classe mais frequente nestes k padrões.
O entendimento do algoritmo é simples e intuitivo, sendo um método bastante utilizado. Entretanto, em seu processo de funcionamento, o algoritmo considera que todos os k padrões mais similares, pelo critério da distância, são igualmente relevantes no processo de classificação, o que em certas ocasiões pode degradar sua performance na classificação. Uma possível solução para este problema, é fazer com que as instâncias localizadas mais próximas ao padrão a ser rotulado possuam pesos maiores no processo na classificação (DUDA, R. O.; HART, P. E.; STORK, D. G., 2000). Duda, Hart e Stork (2000) realizam uma análise detalhada da teoria envolvida na concepção deste modelo de algoritmo.
Embora seja conceitualmente simples, o algoritmo tem uma alta complexidade computacional, uma vez que durante a classificação de um novo padrão, é necessário calcular a distância entre ele e todos os demais padrões presentes na base de dados. O algoritmo é ainda bastante sensível a ruídos. Como forma de solucionar um ou ambos problemas, alguns algoritmos foram propostos buscando a eliminação de padrões considerados ruidosos ou, de certa forma, redundantes ou pouco informativos para o funcionamento do método, a exemplo do Condensed Nearest Neighbor Rule (HART, P. E., 1968) e do Edited Nearest Neighbor Rule (WILSON, D. L., 1972). Outros algoritmos visam a síntese de dados, gerando poucos padrões, porém, com grande poder representacional, tal como o algoritmo Self-generating prototypes (FAYED, H. A.; HASHEM, S. R.; ATIYA, A. F., 2007). 
O algoritmo KNN na forma original, em sua fase de seleção de padrões para a classificação, empresta seu esquema de funcionamento ao método proposto neste trabalho, na etapa da definição das chamadas regiões de competência de um padrão.

Árvores de Decisão

A indução de uma árvore de decisão é uma mais simples e bem sucedidas formas de aprendizagem de máquina (RUSSELL, J. R.; NORVIG, P., 2003). A indução de uma árvore, a partir de um conjunto de dados, gera  um conjunto de regras que podem ser visualizadas em formato de árvore (WITTEN, I. H.; FRANK, E., 1999). Desta forma, o conhecimento pode ser visualizado a partir de uma sequência de regras do tipo “se-então” que produzem ramificações ao longo da árvore. Em seu processo de aprendizagem, uma árvore de decisão particiona o espaço de características em subespaços, onde cada um destes estará associado a uma valoração de classe. Cada nó na árvore contém um teste sobre um atributo. Para cada resultado deste teste existe uma aresta para uma sub-árvore. Uma folha na árvore representa uma provável classe a ser atribuída ao padrão que atender a todas as regras que levam àquela folha.
A forma de representação do conhecimento em estrutura de árvore é vista como uma vantagem das árvores de decisão sobre outros métodos de aprendizagem de máquina, uma vez que seus resultados podem ser facilmente interpretados por humanos e especialistas no domínio do problema. Estes especialistas poderão atestar a consistências das regras ali contidas perante as restrições impostas pelo problema real. Outras vantagens dos algoritmos que induzem árvores de decisão, em relação a outras técnicas de aprendizagem de máquina, são um menor custo computacional e seleção automática de atributos relevantes (WITTEN, I. H.; FRANK, E., 1999). 
Árvores de decisão implementam ainda a poda da árvore, que é o processo de possível eliminação de sub-árvores em uma etapa de validação, como forma de evitar o excessivo ajustamento do modelo (overfitting).
A Figura 2.1 contém uma representação pictórica, bastante intuitiva, do processo de funcionamento de uma árvore de decisão já induzida. Na figura, o problema possui dois atributos, X1 e X2, e 5 classes, representadas por regiões do espaço de características destacadas em cinco cores distintas. Com a apresentação de um padrão ao modelo para classificação, são aplicados os testes sobre os atributos em cada um dos nós. O resultado de cada teste leva a uma aresta de acesso a uma sub-árvore. Os testes são repetidos até que se chegue em uma folha, cuja cor representa o resultado da classificação inferida pelo modelo.
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Figura 2.1 Representação pictórica de uma árvore de decisão genérica.
Algumas das principais implementações de algoritmos indutores de árvores de decisão são o algoritmos CART (BREIMAN et al., 1984), ID3 (QUINLAN, J. R.,  1986) e C4.5 (QUINLAN, J. R.,  1993). Embora, em linhas gerais possuam uma mesma sistemática de funcionamento, existem diferenças em suas implementações. O algoritmo ID3 trabalha apenas com atributos nominais, sendo necessário discretizar atributos contínuos, quando existentes. Este processo de discretização de atributos utilizado no ID3, naturalmente pode causar perda de informação presente nos dados. O algoritmo C4.5 foi projetado para trabalhar com atributos contínuos e nominais, eliminando a necessidade da discretização presente no ID3. O C4.5 trabalha com atributos contínuos sem discretização, assim como o faz o CART, e com atributos discretos, tal como o ID3.
É comum encontrar na literatura a utilização de árvores de decisão na construção de comitês de classificadores. Segundo Kuncheva (2004) a instabilidade do modelo é uma característica positiva para a construção de comitês de árvores. Se todos os elementos de um conjunto são únicos, distinguíveis, de forma que não existam elementos com idênticos valores de atributos e diferentes valores de classe, pode-se, teoricamente, construir uma árvore que obtenha erro zero sobre seu conjunto de treinamento. Esta característica do algoritmo faz com que pequenas mudanças sobre os dados de treinamento gerem árvores com diferentes estruturas, mais diversas, o que é algo desejável em comitês de classificadores.
O método proposto no presente trabalho utiliza árvores de decisão treinadas com o algoritmo C4.5 na geração dos classificadores a serem utilizados no comitê. A escolha deste tipo de algoritmo foi motivada pelas razões descritas no parágrafo anterior, pelo grande número de trabalhos da área que utilizam este classificador na construção dos comitês, e, principalmente, pelo seu reduzido custo computacional quando comparado a outras técnicas de aprendizagem de máquina.

Comitês de Classificadores
Comitês de classificadores, em geral, apresentam uma melhor precisão que seus classificadores-base, os componentes, se os erros individualmente cometidos por estes classificadores forem descorrelacionados (HANSEN; SALAMON, 1990). Conforme descrito no Capítulo anterior, este pressuposto tem um apelo intuitivo, no caso de um problema de classificação: caso a decisão venha a ser tomada via votação, pressupondo que os erros sejam descorrelacionados, há uma boa chance de que os erros individualmente cometidos por um classificador, na rotulação de determinados padrões de teste, sejam compensados pelas corretas rotulações realizadas por outros classificadores àqueles mesmos padrões. Esta compensação de erro se deve ao poder de que componentes diferentes possuem de representar aspectos distintos e, ao mesmo tempo, relevantes para a resolução do problema. 

Comitês de Classificadores: Abordagens Existentes
No processo de geração de comitês de classificadores, duas principais abordagens poderão ser utilizadas: fusão e seleção. Na fusão de classificadores, todas as saídas produzidas por todos os componentes do comitê são utilizadas no processo de classificação, de forma que todos os classificadores são utilizados no processo de classificação. Na seleção, uma fração do comitê é escolhida e utilizada no processo de classificação. A seguir as abordagens serão descritas.
Fusão de Classificadores
Esta abordagem, do ponto de vista conceitual do uso de comitês é a mais intuitiva, pois nas técnicas de fusão de classificadores (KITTLER et al., 1998) todos os classificadores são, de alguma forma, utilizados no processo de classificação. Na fusão, as saídas individuais de cada classificador são agregadas através de uma função ou regra. A forma de se combinar as saídas depende de quais tipos de informações são geradas pelos classificadores individuais. As saídas podem ser discretas, i.e. rótulos de classe, ou contínuas, i.e. estimativas de probabilidade ou escores. Um processo de fusão é esquematizado na Figura 2.2.
 (
Classificador 1
Classificador 2
Classificador n
Entrada de dados
  
∑
Saída
)
                              [image: ]
					.	       
					.
					.
					.
	       				

Figura 2.2 Estrutura de um comitê de classificadores. O símbolo “∑” representa o processo de fusão.
	Um conceito importante a ser definido é o de suporte de um classificador a uma determinada classe. O suporte pode ser entendido como a chance, representada por um valor contínuo, que um classificador tem de atribuir uma determinada valoração de classe a um dado padrão. Esta chance pode ser uma estimativa de probabilidade ou um escore.
Uma vez que saídas podem ser contínuas, representando o suporte do classificador a cada possível classe, a fusão pode se dar através de regras pré-estabelecidas. Como exemplos de regras utilizadas para a fusão de classificadores, podem ser citadas a Regra da Soma, a Regra do Produto, a Regra do Máximo, Regra da Média, a Regra da Mediana e, para o caso de uma saída discreta, o Voto Majoritário (KITTLER et al., 1998) (KUNCHEVA, 2002). 
· Regra da Soma
Esta regra computa a saída do comitê a partir da soma de todos os suportes fornecidos pelo classificador para cada possível valoração de classe de saída. A rotulação de classe que apresentar a maior soma correspondente gerará a rotulação do padrão. 
· Regra do Produto
Caso os classificadores sejam independentes, esta regra obterá bons resultados. A saída é obtida da mesma forma que a regra da soma, apenas substituindo a operação da soma pela multiplicação. Sua principal deficiência se dá quando o suporte de um classificador, para uma determinada classe, for zero, o que poderá conduzir o processo de fusão a um erro de classificação.
· Regra da Média e da Mediana
A saída final do classificador, na forma de um suporte individual para cada possível valoração de classe, é dada pela média, ou mediana, calculada utilizando todos os suportes. A regra da média é equivalente à regra da soma.
· Regra do Máximo
Esta regra seleciona o classificador com o máximo valor de probabilidade a posteriori, caso o classificador gere como saída uma distribuição de probabilidades ou uma aproximação desta. A utilização desta regra, entretanto, pode ferir a razão estatística para a utilização de comitês, conforme descrito por Dietterich (2000): caso o classificador tenha sido excessivamente ajustado (overfitting) a saída gerada pela regra pode não ser a melhor opção de combinação.

· Voto Majoritário
Para a utilização das regras descritas anteriormente, existe a preocupação de que os suportes a cada classe, gerados pelos classificadores membros de um comitê, sejam informados sobre a forma de distribuição de probabilidade (ou uma aproximação desta), ou, ao menos, tenham suas saídas calibradas de alguma forma. Esta preocupação é fruto do processo de treinamento ao qual foi submetido cada classificador, que pode gerar, para cada componente do comitê, diferentes intervalos de saída. A regra do voto majoritário, até certo ponto, elimina esta preocupação visto que a regra trabalha com a combinação de saídas discretas (ou discretizadas) geradas pelos classificadores. Nesta regra, um rótulo de classe é atribuído a um padrão de teste via processo de votação, onde cada componente atribui uma rotulação ao padrão e a rotulação mais votada é, ao final, atribuída ao padrão.
Estas regras descritas não são as únicas. Existem várias outras regras, tais como o voto majoritário ponderado (KUNCHEVA, L., 2004) onde, no processo de votação, cada classificador tem seu voto geralmente ponderado por sua precisão em um conjunto de validação.
Regras, tais como as descritas acima, não levam em consideração o fato de que classificadores redundantes e/ou imprecisos podem afetar negativamente a performance do sistema. Redundância nos classificadores implica em baixa diversidade e, por conseguinte, aumento de complexidade do sistema (RUTA, D.; GABRYS, B., 2005). Para uma melhor ponderação destes problemas existe o processo de seleção de classificadores.

Seleção de Classificadores

O principal objetivo no processo de seleção de classificadores (WOODS et al., 1997) (GIACINTO, G.; ROLI, F., 2001) (KO, A. H. R.; SABOURIN, R.; BRITTO JR., A. S., 2008) é encontrar, a partir de um conjunto de classificadores, o subconjunto mais competente para a modelagem do problema. O subconjunto gerado é então utilizado, via processo de fusão, para produzir uma resposta aos dados de entrada. A idéia central aqui é selecionar e combinar um subconjunto de classificadores ao invés de combinar todo o conjunto. O processo de seleção pode ser dividido em duas categorias: seleção estática e seleção dinâmica.
No processo de seleção estática, um conjunto de classificadores é selecionado como parte do processo de treinamento, de forma que um mesmo comitê de classificadores responderá pela classificação de todo o conjunto de testes. Na seleção dinâmica de classificadores, o subconjunto (ou um único classificador) é selecionado durante a etapa de generalização, dinamicamente, a depender do padrão de teste atual. Este último processo é tipicamente baseado na definição de regiões de competência, i.e. regiões do espaço de características onde estão contidos padrões espacialmente próximos ao atual padrão de teste, em geral calculadas com o uso de um conjunto de validação separado para esta única finalidade.	
A literatura recente tende a separar o processo de seleção dinâmica em dois grandes grupos: seleção dinâmica de classificadores e seleção dinâmica de comitês. À exceção de algumas poucas abordagens, tais como: (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, 2008) e (DOS SANTOS, E. M.; SABOURIN, R., 2011), os processos funcionam de maneira bastante similar, de forma que o critério que define a escolha dinâmica de um único classificador pode ser estendido aos demais componentes para a seleção de um comitê, ao invés de um único classificador. Tipicamente o classificador que atinge o máximo valor do critério de competência adotado é escolhido no processo de seleção dinâmica de classificador, ao passo que este mesmo processo pode ser reformulado para a escolha de um comitê a partir da definição de um valor de corte em termos do critério de competência adotado, tal como ocorre no modelo probabilístico descrito em (WOLOSZYNSKI, T.; KURZYNSKI, M., 2011).
Alguns estudos vêm demonstrando que a seleção dinâmica de classificadores ou de comitês tende a obter melhores resultados que a abordagem estática de seleção, uma vez que muitos padrões de testes estão relacionados a diferentes graus de dificuldade de classificação, requerendo assim tratamentos diferenciados. Por outro lado, por se tratar de um nível a mais no processo de aprendizagem, a seleção dinâmica requer maiores cuidados no que tange à possibilidade de excessivo ajustamento (overfitting) do modelo final gerado, sendo importante um bom projeto experimental para a avaliação de desempenho da solução gerada.

Primeiros Trabalhos
O paradigma de combinação de classificadores tem origem no trabalho de Hansen e Salamon (1990), cuja conclusão fundamental é o aumento da capacidade de generalização de um sistema a partir da combinação, via voto de maioria, de redes neurais treinadas isoladamente em uma mesma base de dados. De grande relevância para na área é o trabalho de Schapire (1990), que mostra ser possível a construção de um sistema de classificação forte a partir de classificadores fracos. Este trabalho descreve a teoria relacionada ao algoritmo boosting, o qual foi posteriormente aperfeiçoado por Freund & Schapire (1995) e Freund & Schapire (1997), que apresenta sua versão mais conhecida, o Adaboost.
Outro trabalho de destaque na área foi o Bagging (BREIMAN, L., 1996). Bagging é um acrônimo para Bootstrap Aggregating, sendo um algoritmo de funcionamento simples e com um bom desempenho. O Bagging é baseado na amostragem Bootstrapping (EFRON; TIBSHIRANI, 1993) e gera um determinado número de amostras a partir do conjunto original. Cada conjunto de treinamento é gerado a partir de um processo de amostragem com reposição dos elementos selecionados. Neste processo, todos os dados do conjunto original de treinamento possuem a mesma probabilidade de serem selecionados para compor cada um dos novos conjuntos de treinamento. Nas amostragens realizadas, alguns padrões podem ser selecionados mais de uma vez, ao passo que outros poderão não ser selecionados. Cada novo conjunto obtido desta forma servirá para o treinamento de um novo classificador. Com isto, espera-se que o algoritmo gere diversidade entre os classificadores e atue na redução da variância do erro de classificação.
Ao contrário do Bagging, no algoritmo Boosting os conjuntos de treinamento não são gerados de maneira uniforme. A probabilidade de uma determinada amostra ser selecionada para compor um conjunto de treinamento é função de sua dificuldade de classificação pelos classificadores anteriormente treinados. Assim, uma dada amostra que não foi corretamente classificada pelos classificadores já treinados terá maior probabilidade de ser selecionada para compor o próximo conjunto de treinamento que as amostras corretamente classificadas. Bagging e Boosting são atualmente tipicamente utilizados para a geração de componentes para comitês de classificadores (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, P., 2008).
Um dos principais conceitos relacionados ao sucesso de comitês de classificadores é a diversidade. Os trabalho citados nesta seção utilizam de alguma forma este conceito. A seção seguinte traz um revisão sobre algumas formas de criação de diversidade de diversidade em comitês, bem como cita exemplos de algoritmos que implementam estas abordagens.

Diversidade em Comitês

O tema comitês de classificadores despertou um crescente interesse de estudo nos últimos anos, dentro da comunidade científica. Estes métodos, em muitos trabalhos, tem se mostrado superiores à utilização de classificadores únicos em diversas áreas de problemas, sendo a diversidade dos erros cometidos individualmente por cada classificador apontada como um dos principais elementos responsáveis pelo sucesso das técnicas baseadas em comitês.  Embora intuitivo, o conceito de diversidade na literatura ainda não é claro, especialmente no contexto de classificação. Brown et al. (2005) realiza um extensa revisão das formas e definições de conceitos de diversidade.
O estudo da combinação de componentes tem início no contexto da regressão, em aprendizado de máquina, com os trabalho paralelos de Perrone (1993) e Hashem (1993). Estes estudos contribuíram para outros trabalhos dentro do conceito de combinação de regressores, a exemplo do trabalho de Krogh e Vedelsby (1995), onde é demonstrado que o erro quadrático de um comitê será menor ou igual ao erro quadrático médio dos componentes. Esta constatação foi fundamental para encorajar as pesquisas na área envolvendo comitês. 
A decomposição do erro apresentada por Geman, Bienenstock e  Doursat (GEMAN, S.; BIENENSTOCK, E.; DOURSAT, R., 1992), o Bias-variance Decomposition, afirma que o erro de generalização de um estimador pode ser decomposto em dois: erro de viés e erro de variância. Estes dois termos de erro operam em direções contrárias: a redução do componente de erro do viés causará a elevação do erro de variância, e vice-versa. Outro critério de decomposição de erro foi o Bias-Variance-Covariance Decomposition, proposto por Ueda e Nakano (1996) que introduz mais um termo de erro, a covariância. Estes esquemas de decomposição do erro foram de grande importância no estudo e projeto de comitês de regressores e influenciou o desenvolvimento de técnicas baseadas em comitês de classificadores. 
No contexto de classificação, a menos que o classificador possa gerar saídas na forma de distribuições de probabilidades para cada uma das possíveis valorações de classe, a análise da diversidade nos comitês é feita através de expressões heurísticas descritas em alguns trabalhos empíricos tais como em Sharkey e Sharkey (1997). Mas se deve a Kuncheva a grande maioria dos trabalhos envolvendo observações empíricas acerca da diversidade em comitês de classificadores (KUNCHEVA, L. et al., 2000), (KUNCHEVA, L. et al., 2003), (KUNCHEVA, L., 2003), (KUNCHEVA, L.; WHITAKER, C., 2003). Kuncheva (2004) divide as medidas de diversidade em comitês de classificadores em dois grupos distintos: medidas emparelhadas (Pairwise Measures) e medidas não-emparelhadas (Nonpairwise Measures), as quais são brevemente descritas a seguir.

Medidas Emparelhadas
As medidas emparelhadas calculam a média de uma medida particular de distância entre todos os possíveis pares de classificadores do comitê. Para um melhor entendimento, dados dois classificadores ci e cj. Sobre um conjunto de dados, estes classificadores vão exibir erros distintos e coincidentes, de forma que uma probabilidade de coincidência nos erros pode ser calculada. A Tabela 2.1 contém a relação dos erros e acertos cometidos por cada classificador.
Tabela 2.1 – Probabilidade erros distintos e coincidentes entre os classificadores ci e cj. Nesta situação, a + b + c + d = 1.
	
	cj acerto
	cj erro

	ci acerto
	a
	b

	ci erro
	c
	d


Como exemplo de uma medida utilizada na literatura, pode-se citar a Disagreement Measure, definida como:

Esta medida é bastante intuitiva, medindo a probabilidade de dois classificadores discordarem em suas decisões.
	Outra medida utilizada, a Double-Fault Measure, representa a probabilidade dois classificadores estarem ambos incorretos em suas classificações. Definida como:

Assim, esta medida foca a atenção na verificação da ocorrência de erros de classificação cometidos por pares de classificadores sobre os mesmos padrões. 

Medidas Não-emparelhadas
Ao contrário das medidas baseadas no desempenho conjunto de pares de classificadores, as medidas não-emparelhadas consideram todo os classificadores em conjunto e calculam de uma única vez um valor de diversidade para o comitê. Podem ser calculadas também utilizando a saída média do comitê e cada saída individual de um classificador. Um exemplo de uma métrica desta categoria é uma forma de entropia utilizada por Kuncheva e Whitaker (2003), denominada apenas Entropia. Esta entropia mensura o nível de discordância entre as saídas de um conjunto de classificadores, através da seguinte expressão:

Onde
- é o número de padrões utilizados para o cálculo da medida;
- representa o número de classificadores produzindo erro para um mesmo padrão ;
-  é o número de classificadores do comitê.
A medida atinge seu valor máximo, , para a situação de máxima discordância. O valor mínimo de entropia  é observado se as saídas de todos os classificadores são idênticas.

Abordagens existentes para a geração de diversidade em comitês
Algumas das abordagens, algoritmos e métodos existentes na criação de comitês de classificadores buscam de maneira explícita otimizar alguma métrica de diversidade, como forma de criar comitês mais eficientes. Estes algoritmos levam em consideração alguma forma de criar a diversidade  Outras abordagens não tem esta preocupação, de forma que a diversidade entre os comitês é criada de maneira implícita. 
Durante o processo de aprendizagem, cada classificador do comitê segue uma trajetória no espaço de hipóteses, sendo desejável que cada classificador ocupe diferentes pontos neste espaço. Neste contexto, métodos implícitos fazem uso da aleatoriedade para gerar trajetórias distintas no espaço de hipóteses, enquanto métodos explícitos escolhem de forma determinística diferentes trajetórias neste espaço (BROWN et al., 2005). Como exemplo desta forma de agrupamento das abordagens, podem-se citar os algoritmos Bagging (BREIMAN, L., 1996) e Adaboost (FREUND, Y.; SCHAPIRE, R. E., 1995).  O algoritmo Bagging é um exemplo de uma técnica que busca gerar a diversidade nos classificadores do comitê de uma maneira implícita, uma vez que utiliza puramente a aleatoriedade para reamostrar os dados e gerar suas diferentes hipóteses, i.e. classificadores componentes. Já o algoritmo Adaboost, como um método explícito, diretamente manipula as distribuições dos dados de treinamento para garantir alguma forma de diversidade nos classificadores gerados.
A divisão das formas de geração de diversidade entre métodos implícitos e explícitos representa uma visão de bastante alto nível. Brown et al. (2005) propõem uma taxionomia para as sistemáticas de geração de diversidade em comitês de classificadores, composta pelas seguintes categorias:
· Variação do Ponto de partida no espaço de hipóteses: os métodos agrupados nesta categoria, variam os pontos de partida dentro do espaço de hipóteses. Assim, aumentam as chances de geração de diferentes, porém consistentes, pontos de convergência.
· Variação do Conjunto de Hipóteses Acessíveis: estes métodos variam o conjunto de hipóteses acessíveis pelos classificadores. A variação destes conjuntos de hipóteses pode se dar através da variação dos dados de treinamento ou alterações na arquitetura do método de aprendizagem empregado.
· Variação da Travessia do Espaço de Hipóteses: esta categoria busca alterar a maneira como o espaço de hipóteses é atravessado, como ele é explorado durante o processo de convergência para uma determinada hipótese.
Estas categorias são brevemente descritas nesta seção.
Ponto de Partida no Espaço de Hipóteses
Diferentes pontos de partida pela busca na convergência dentro do espaço de hipóteses é um conceito aplicável a tipos de algoritmos de classificação que necessitam, com algum critério, definir valores de parâmetros atrelados ao algoritmo para o início do processo de aprendizagem. Um exemplo comum deste tipo de algoritmo são as redes neurais artificiais. Na construção de um comitê de redes neurais, inicializar cada rede com diferentes pesos definidos aleatoriamente aumenta as chances de geração de distintas redes neurais. Estes pesos podem ser, como ditos, definidos aleatoriamente, seguindo uma forma implícita de obtenção de diversidade ou, guiados por alguma heurística que defina pontos de partida com maiores chances de resultarem em redes atingindo diferentes mínimos locais ao fim da convergência.
Alguns trabalhos mostraram, entretanto, que a geração de comitês de redes neurais utilizando exclusivamente a inicialização aleatória de seus parâmetros livres como forma de obter classificadores mais diversos não é uma técnica muito eficiente em seus objetivos (PARTRIDGE, D.; YATES, W., 1996) (YATES, W.; PARTRIDGE, D., 1996). No trabalho de Parmanto, Munro e Doyle (1996) foi comparado o desempenho de comitês de redes neurais geradas utilizando 10-fold Cross-validation, Bagging e inicialização aleatória de pesos sobre um conjunto de dados sintéticos e duas bases de dados da área médica; dentre as três técnicas comparadas, o comitê gerado via inicialização aleatória de pesos obteve o mais baixo desempenho de generalização.
Conjunto de Hipóteses Acessíveis
A manipulação do conjunto de hipóteses acessíveis pode ocorrer a partir da manipulação do conjunto de dados de treinamento ou através da alteração da arquitetura de cada classificador gerado. 
Manipulação dos Dados de Treinamento
Muitos métodos fazem uso da manipulação dos dados de treinamento para produzir diversidade nos classificadores de um comitê. Com a manipulação dos dados são gerados diferentes conjuntos de treinamento. Com estes conjuntos, espera-se que diferentes componentes aprendam diferentes partes de um mesmo problema, de forma que a posterior combinação seja algo justificável. 
Uma forma de produzir diferentes conjuntos de treinamento é gerar amostras de dados diferentes, utilizando todos os atributos da base de dados. Pode-se, também, dividir a base de dados por atributos, gerando conjuntos compostos por todos os dados da base, porém com diferentes atributos. Outra alternativa é combinar estas duas abordagens, manipulando simultaneamente padrões e atributos. Estes processos de manipulação de dados podem ainda admitir ou não, que alguns padrões e atributos estejam simultaneamente presentes em mais de um conjunto gerado. Uma outra alternativa, diferente das demais, é aplicar uma transformação sobre os dados para obter uma diferente representação, tal como a aplicação de uma escala logarítmica sobre os atributos. Métodos que utilizam a última abordagem citada são chamados métodos de distorção (SHARKEY et al., 2000).
O algoritmo DECORATE (Diverse Ensemble Creation by Oppositional Relabeling of Artificial Training Examples) (MELVILLE, P.; MOONEY, R., 2005) utiliza a manipulação de dados para diretamente construir classificadores diversos utilizando dados artificialmente gerados. Os classificadores são treinados com os dados originais acrescidos de dados artificiais, os quais são gerados e utilizados visando a criação de hipóteses diversas, quando comparadas às já geradas até então. Os dados artificialmente gerados recebem o nome de “conjunto de diversidade”. Os registros deste conjunto de dados são inicialmente apresentados ao comitê até então gerado para verificar qual classificação o comitê atribuiria a cada padrão. Cada padrão artificial do conjunto de diversidade tem sua saída rotulada para uma classe com a menor probabilidade de ser inferida pelo comitê. O conjunto artificial é então adicionado aos dados originais e este novo conjunto é utilizado para o treinamento de um novo classificador, o qual se espera que venha a ter um determinado nível de discordância com o comitê até então gerado.
O método Input Decimation Ensembles (OZA, N.; TUMER, K., 2001) busca reduzir a correlação entre os classificadores a partir da utilização de diferentes subconjuntos de atributos. Atributos são selecionados utilizando a correlação entre cada atributo individualmente e as valorações de classe. Assim, um classificador será treinado com o subconjunto de atributos mais correlacionados com cada valoração de classe, sendo gerados tantos classificadores quanto classes existirem.
Os algoritmos Bagging (BREIMAN, L., 1996) e Adaboost (FREUND, Y.; SCHAPIRE, R. E., 1995), métodos baseados em manipulação de dados. 


Capítulo 3 
Método Proposto 



A idéia principal do método proposto, tal qual as abordagens baseadas em seleção dinâmica de classificadores, é de que nem todos os classificadores são especialistas na classificação de todos os padrões na fase de generalização, de forma que a seleção de um grupo de classificadores pode ser uma alternativa plausível. O método proposto é baseado em seleção dinâmica de comitês de classificadores, e utiliza a abordagem Overproducing and Choose Strategy (OCS) (PARTRIDGE, D.; YATES, W., 1996), que gera um conjunto inicial de classificadores (classifier pool) baseado em alguma técnica de geração de comitês. Este tipo de abordagem tipicamente utiliza o algoritmo Bagging na geração do conjunto inicial de classificadores, tal como em (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, P., 2008). 
Conforme descrito em (DOS SANTOS, E. M.; SABOURIN, R.; MAUPIN, P., 2008) e (KO, A. H. R.; SABOURIN, R.; BRITTO JR., A. S., 2008), os métodos baseados em seleção dinâmica de classificadores, em geral, possuem três níveis de funcionamento, tal como explicitado na Figura 3.1: i) treinamento dos componentes do comitê, os classificadores individuais; ii) extração das regiões de competência e seleção de um subconjunto de classificadores e iii) combinação e classificação. A Figura 3.1 ilustra o processo, o qual se inicia com a divisão da base de dados nos conjuntos de treinamento, validação e testes. O processo de treinamento, fase (i), utiliza a massa de dados destinada exclusivamente a este fim, sendo empregado algum algoritmo de geração de comitês de classificadores, a exemplo dos algoritmos Bagging (BREIMAN, L., 1996), Adaboost (FREUND, Y.; SCHAPIRE, R. E., 1995) ou Random Subspace Method (HO, T., 1998) para a geração do pool inicial. O processo de extração das regiões de competência, fase (ii), faz uso da fração dos dados destinada à validação, conjunto este de onde são extraídas as regiões de competência de cada padrão na fase de generalização. As regiões de competência podem ser representadas pelos k-vizinhos mais próximos ao padrão de generalização, utilizando um critério pré-definido de proximidade, ou obtidas via algoritmos de agrupamento. A região de competência conterá os padrões mais similares ao padrão a ser classificado. Após a obtenção das regiões de competência, ocorre a extração de um valor de competência para cada um dos classificadores gerados, valor este que por sua vez representa uma nota ou um grau de aptidão do classificador para realizar classificações naquela região do espaço de características. O processo de seleção poderá buscar a escolha de um único classificador, o classificador mais competente, sendo, neste caso, denominado Seleção Dinâmica de Classificadores (Dynamic Classifier Selection), ou, o processo poderá ser direcionado para a escolha de um subconjunto de classificadores do pool inicial, neste caso Seleção Dinâmica de Comitês (Dynamic Ensemble Selection).  
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Figura 3.1 – Representação geral de um sistema de seleção dinâmica de comitês de classificadores.
 O presente trabalho foca sua atenção na etapa (ii), descrita no parágrafo anterior, a partir da apresentação de uma sistemática de extração das regiões de competência e a introdução de um algoritmo para a seleção do subconjunto. O algoritmo é baseado na definição de um valor de competência para cada classificador do pool inicial. Esta competência é definida em função da combinação de uma medida de similaridades entre o padrão de generalização e os padrões da região de competência, e.g., a distância euclidiana, com o desempenho de classificação do comitê na região, sendo este último artifício uma forma de mensurar o grau de dificuldade de classificação na região do espaço onde se localiza o padrão a ser classificado. Após a atribuição de um valor de competência para cada classificador, a técnica proposta entra em seu segundo estágio de operação, onde os classificadores são ordenados em ordem decrescente por seus respectivos valores de competência e um valor n é extraído pelo algoritmo e, a partir daí, os n primeiros classificadores são utilizados para classificar o padrão na fase de generalização. 
A técnica proposta utiliza um esquema peculiar de validação cruzada, similar ao empregado pelo algoritmo Stacking (WOLPERT, D. H., 1992), como forma de melhorar seus resultados. Ao invés de se utilizar uma única e invariável fração da base de dados para atuar como conjunto de validação, toda a base é utilizada para este fim, a partir da rotação dos folds. Em um esquema tradicional de seleção dinâmica de comitês de classificadores, supondo a divisão do conjunto de treinamento em dois folds, utiliza-se, por exemplo, o primeiro fold para o treinamento dos n componentes que comporão o pool inicial de classificadores e o segundo para representar o conjunto de validação, atuando, este último conjunto na seleção dinâmica do comitê na fase de generalização. Nestas mesmas condições, o método proposto utilizaria o primeiro fold para o treinamento de n/2 classificadores ao passo em que ao segundo fold caberia o papel de conjunto de validação destes classificadores na fase de generalização. Em seguida, utilizando o segundo fold, mais n/2 novos classificadores são treinados, ao passo em que se reserva o primeiro fold para atuar como conjunto de validação destes novos classificadores. Desta forma, neste esquema de paralelismo, todos os dados do conjunto de treinamento são utilizados na validação dos classificadores, porém cada classificador é validado por dados não visto durante seu treinamento.
Como forma de demonstrar a eficiência do algoritmo proposto, foram realizados experimentos em sete base de dados envolvendo problemas de classificação, sendo seus resultados comparados com outras técnicas de comitês de classificadores.
Neste Capítulo, a Seção 3.1 apresenta trabalhos relacionados ao esquema proposto e a Seção 3.2 descreve em maiores detalhes o algoritmo proposto.

2 
Trabalhos Relacionados
Esta seção descreve trabalhos que possuem relação ou similaridade em seus esquemas de funcionamento quando comparados ao método proposto. 

Seleção dinâmica de classificadores
O conceito de seleção de dinâmica de classificadores foi inicialmente empregado como alternativa aos métodos de geração de comitês que pressupõem que os erros cometidos pelos classificadores individuais são independentes. Ao invés de se utilizar algum processo de fusão de um conjunto de classificadores, um único classificador seria selecionado para a tarefa de classificação (GIACINTO, G.; ROLI, F., 1997) (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997).
Aqui são descritos alguns métodos de seleção dinâmica de classificadores baseados em critérios de desempenho local de classificação, tal qual a abordagem proposta.

Overall local Accuracy (OLA) – LA “a priori”
A idéia básica deste esquema é estimar a taxa de acerto de classificação de cada classificador em uma região do espaço de características localizada ao redor do padrão de teste. A competência de cada classificador na região será sua taxa de acerto na região em um conjunto de validação, e o método seleciona o classificador com a maior taxa de acerto para classificar o padrão. No método original, a região de competência é definida em função dos k-vizinhos mais próximos ao padrão de teste, obtidos no conjunto de treinamento (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997).

Local Class Accuracy (LCA) – LA “a posteriori”
Nesta abordagem a competência é calculada de maneira similar ao OLA, entretanto as taxas de acerto de um dado classificador são calculadas utilizando apenas os padrões da região de competência que são rotulados com a mesma categoria que o classificador atribuiu ao atual padrão de teste (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997). Assim LCA pode ser definida:
										
										
onde é o número de padrões da vizinhança de  que são corretamente atribuídos pelo classificador Cj à classe ωp. E  é o número total de padrões da vizinhança de  que são rotulados com classe ωp por Cj.
	Alguns autores propõem que a utilização da taxa de acertos seja ponderada pelas distâncias entre os padrões de validação e o padrão de teste (GIACINTO, G.; ROLI, F., 1997). Além disso, caso as saídas de um classificador sejam contínuas e possam ser consideradas como estimativas das probabilidades de o padrão pertencer a cada uma das classes existentes, estas estimativas também poderão ser consideradas para melhorar a estimação da acurácia local, a qual será utilizada como a competência do classificador na região. Este procedimento pode ser utilizado tanto na sistemática OLA como na LCA. Para o método OLA, seja o suporte do classificador  para a classe real de , onde  é um padrão dos k-vizinhos ao padrão de testes . Assim, a competência do classificador  na vizinhança de   é dada por:

Onde:
-,  é a classe real do padrão  extraído da vizinhança de  no conjunto de validação;
- é o suporte fornecido pelo classificador  à classe ;
- onde  é a distância euclidiana entre o padrão de validação  e o padrão de testes .
	Os autores, todavia, não deixam claro qual o tratamento que o método adota quando um padrão de teste coincide em seus valores de atributos com um padrão de validação, uma vez que nesta situação a distância  entre os padrões seria zero. 
	Para o método LCA, a mesma abordagem para o cálculo da competência na forma da equação 4.2 pode ser utilizada.

	Seleção baseada em MCB (Multiple Classifier Behaviour)
	O MCB (Multiple Classifier Behaviour) para um dado padrão  é definido pelo vetor  cujos elementos são as rotulações atribuídas a  por cada um dos L classificadores do conjunto de classificadores do sistema.
	O conceito de MCB foi introduzido por Huang & Suen (1995), no âmbito dos sistemas de múltiplos classificadores. Naquele trabalho, para cada padrão é gerado um vetor composto pelas decisões individuais de classificação tomadas por cada classificador do pool. Este vetor representa o comportamento (Behaviour) do sistema de múltiplos classificadores. Vetores extraídos desta forma são utilizados como medidas de similaridade entre o padrão de teste e padrões de treinamento, atuando ativamente no processo de classificação. Para classificar um padrão de teste, cuja classe é desconhecida, todos os padrões de treinamento com o mesmo vetor MCB que o padrão de teste são identificados e o padrão de teste é rotulado com a classe mais comum naqueles dados.
	Giacinto & Roli (2001) propõem um método baseado em MCB e em OLA, que funciona tal como o método OLA (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997), acrescido de uma etapa onde é empregado o conceito de MCB. Neste método, Giacinto & Roli (2001) definem a similaridade (S) entre vetores MCB de dois padrões,  e , dado um conjunto de L classificadores, da seguinte forma:
	

onde a função a função , é definida da seguinte forma:

Desta forma, esta função toma valores no intervalo [0, 1]. A função representa, então, a proporção de classificadores do sistema que, individualmente, rotulam dois padrões com as mesmas valorações de classe. 
Em linhas gerais, o método proposto por Giacinto & Roli (2001) funciona da seguinte forma: i) para cada padrão de teste , são extraídos seus k-vizinhos mais próximos em um conjunto de treinamento ou validação, utilizando a distância euclidiana, por exemplo; ii) Os vetores MCB são computados para o padrão  e para cada um de seus vizinhos; iii) Em seguida, os padrões dentre os k-vizinhos que satisfazem a condição  são selecionados e aplicados ao método OLA convencional ou a alguma variante deste. 
Nos trabalhos citados neste tópico, a utilização do conceito de MCB impactou positivamente em seus resultados.

Seleção dinâmica de Comitês de Classificadores: Algoritmos KNORA-UNION, KNORA-ELIMINATE e DES-FA
Os métodos KNORA-UNION e KNORA-ELIMINATE propostos por KO et al. (2008) são baseados no conceito de oráculo (oracle). O oráculo pode ser visto como o limite máximo possível de performance de um comitê dinâmico de classificadores. No conceito de oráculo, caso ao menos um classificador do comitê classifique corretamente um padrão na fase de generalização, este comitê é considerado capaz de classificá-lo corretamente. Intuitivamente, quanto mais diverso o comitê de classificadores, melhor será a performance do oráculo. Desta forma, aquele trabalho visa utilizar a natureza do oráculo, para de alguma forma utilizar apenas os classificadores considerados os mais capazes de classificar um dado padrão.
O algoritmo KNORA-UNION considera os K-vizinhos mais próximos ao padrão a ser classificado, os quais são obtidos em um conjunto de validação. Em sua fase de generalização, o algoritmo opera da seguinte forma: dados os k vizinhos Xi, i = 1,..., k mais próximos ao padrão de teste xt, o algoritmo seleciona os classificadores que classificam corretamente ao menos um dos padrões Xi. O algoritmo utiliza a regra do voto como método de combinação, de forma que cada classificador poderá votar mais de uma vez, votando, cada um, tantas vezes quantas vezes ele rotula corretamente cada padrão de Xi. O esquema realiza, então, uma votação ponderada, visto que alguns classificadores poderão ter maior poder decisório que outros. O trabalho que apresenta este método descreve ainda uma versão que utiliza uma ponderação inversamente proporcional às distâncias euclidianas a cada um dos padrões da região de competência, abordagem denominada KNORA-UNION-W (KNORA-UNION- Weighted).
O algoritmo KNORA-ELIMINATE, entretanto, tende a selecionar um menor número de classificadores para a geração do comitê dinâmico. Nesta abordagem, dados os k vizinhos Xi, i = 1, ..., k mais próximos ao padrão de teste xt, o comitê dinâmico a ser utilizado em cada classificação será composto pelos classificadores que rotulam corretamente todos os padrões de Xi. Caso não exista nenhum classificador no pool inicial que rotule corretamente todos os padrões Xi, o valor de k é decrementado em uma unidade e a verificação é repetida. O valor de k será decrementado até que se obtenha ao menos um classificador que obedeça a esta restrição de seleção. Caso o valor de k seja reduzido até 1 e nenhum classificador tenha sido selecionado, todos os classificadores serão utilizados para a classificação de xt. O algoritmo utiliza a regra do voto majoritário como esquema de combinação. O trabalho que apresenta este método descreve ainda uma versão que utiliza uma ponderação inversamente proporcional às distâncias euclidianas a cada um dos padrões da região de competência, abordagem denominada KNORA-ELIMINATE-W (KNORA-ELIMINATE-Weighted).
As abordagens KNORA-UNION e KNORA-ELIMINATE são relativamente simples e intuitivas, deixando espaço para otimizações em seus esquemas de funcionamento. Neste sentido, foi proposto o algoritmo DES-FA (Dynamic Ensemble Selection by Filter plus Adaptative Distance) (CRUZ, R.; CAVALCANTI, G.; REN, T., 2011), cujo foco é a melhoria do processo de extração das regiões de competência. O algoritmo DES-FA opera em duas fases: i) sobre o conjunto de dados destinado à validação para escolha do comitê dinâmico, é executado o algoritmo ENN (Edited Nearest Neighbor Filter) (WILSON, D. L., 1972), um algoritmo de seleção de protótipos que atua na remoção de padrões considerados ruidosos; ii) na segunda fase, o DES-FA opera tal como o KNORA-ELIMINATE, entretanto, emprega a distância adaptativa  utilizada em uma variante do algoritmo KNN (WANG, J.; NESKOVIC, P.; COOPER, L. N., 2007) para a extração do vetor dos k vizinhos Xi, i = 1, ..., k mais próximos ao padrão de teste xt. A partir destas modificações, o algoritmo conseguiu melhorias significativas sobre o KNORA-ELIMINATE original, uma vez que as que tanto o algoritmo ENN quanto o critério de utilização da distância adaptativa atuam na atenuação dos efeitos negativos da presença de padrões ruidosos no conjunto de validação da base de dados.

Método Proposto
O método proposto possui três contribuições para o processo de seleção dinâmica de comitês de classificadores: 
1. Utilização de uma medida do desempenho global do comitê sobre cada padrão de validação. Esta medida é computada utilizando todo o comitê de classificadores, sendo empregada para determinar o grau de influência que cada padrão terá no cálculo das competências de cada classificador. Desta forma, um critério obtido a partir do desempenho global do comitê é empregado para a extração das competências de cada classificador individualmente.
2. A utilização paralela de folds no funcionamento do método. A idéia presente no algoritmo Stacking é empregada no método, visando à seleção dinâmica de comitês. Com isto, toda a base de dados é efetivamente utilizada para treinamento e validação sem que ocorra situação de dependências entre os dados. Isso melhora a qualidade das regiões de competência, uma vez que mais dados serão efetivamente utilizados no processo de validação.
3. A seleção de classificadores leva em consideração o desempenho conjunto dos classificadores e não apenas o desempenho de cada classificador isoladamente, tal como ocorre no métodos anteriormente descritos de seleção dinâmica de comitês de classificadores. Isto ocorre na segunda etapa de funcionamento do método, onde após a ordenação dos classificadores por ordem decrescente de competência, é feita uma busca pela fração ideal do comitê ordenado, fração correspondente aos n primeiros classificadores do comitê. Esta busca ocorre na região de competência definida para o padrão de teste.
No presente trabalho é apresentada uma abordagem para a geração dinâmica dos comitês de classificadores a serem utilizados na classificação de cada padrão do conjunto de testes. Conforme descrito anteriormente, um esquema peculiar de validação cruzada é aplicado na geração dinâmica dos comitês. Inicialmente a base de dados utilizada é particionada em dois conjuntos: i) o conjunto de treinamento, utilizado em todo o processo de geração do pool de classificadores, extração de regiões de competência e seleção dinâmica dos comitês e ii) o conjunto de testes, utilizado na fase de generalização. A subseção seguinte detalha o processo de divisão da base de dados através de um exemplo.

 Divisão da base de dados
Conforme descrito na Figura 3.2, inicialmente a base é dividida em dois subconjuntos: treinamento e testes (fase A), com proporções definidas pelo processo de validação cruzada utilizado. Ainda nesta fase, o subconjunto de treinamento é novamente dividido em n frações de mesmo tamanho. Na Figura 3.2, a título de exemplo, são utilizadas 4 frações, denominadas folds A, B, C e D, para a geração de um pool de 36 classificadores (fase B). Após esta divisão em 4 folds e utilizando um esquema de rotação de folds, é empregado o algoritmo Bagging para a geração dos classificadores do comitê. No exemplo da figura, 3 folds são utilizados para o treinamento de 9 classificadores, enquanto quarto fold será utilizado como conjunto de validação. Com a rotação dos folds, 4 grupos de 9 classificadores são gerados em paralelo, mantendo-se sempre um fold não utilizado no treinamento para atuar como conjunto de validação, i.e., o conjunto utilizado na seleção dinâmica dos comitês. A fase B é a etapa denominada overproducing. 
No esquema de rotação de folds exemplificado na figura 3.2, 36 classificadores são gerados em paralelo: 4 (quatro) grupos de 9 (nove) classificadores. Cada grupo de classificadores é gerado, via Bagging, utilizando conjuntos de dados ligeiramente distintos uns dos outros, compostos, cada qual, pela integração de 3 folds. E a cada grupo de classificadores estarão associados 4 conjuntos distintos de validação, os quais serão utilizados na fase de geração dinâmica de comitês (fase choose da abordagem). Esta idéia de rotação de folds está presente no algoritmo Stacking (KUNCHEVA, L., 2004).
Ainda com relação ao esquema de divisão e rotação de folds, pode-se utilizar uma abordagem diferente da descrita no parágrafo anterior. Tal como antes são gerados 36 classificadores em paralelo, porém empregando a divisão contrária à anterior: cada grupo de 4 terá seus classificadores treinados utilizando, cada grupo, um único fold como conjunto de treinamento, reservando os outros folds para a etapa de geração dinâmica do comitê (validação). A divisão dos folds nestes moldes pode apresentar melhores resultados que a primeira forma, uma vez que aqui os conjuntos destinados ao treinamento serão conjuntos disjuntos.
Muito embora existisse a possiblidade de realizar os experimentos com 2, 3, 4 ou até 5 folds, com divisões entre treinamento e validação das duas formas apresentadas nesta subseção, todos os experimentos foram conduzidos com a divisão da base de dados em apenas dois folds, como forma de focar mais a atenção do trabalho no método em si do que no esquema de divisão dos dados destinados ao treinamento da solução. Desta forma, as frações de dados destinadas ao treinamento e validação possuirão um mesmo número de instâncias, pressupondo que ambas etapas serão igualmente importantes no método proposto. 
A subseção seguinte descreve o método utilizado para a seleção dinâmica dos comitês, a fase choose da abordagem. Nesta fase ocorre a geração dinâmica dos comitês.











 (
Base de dados
  
Tr
ein
.
TestesTes
tes
Fold-A
Fold-
B
Fold-
C
Fold-
D
) (
                                                                     
ψ
1, 
ψ
2, 
ψ
3, 
ψ
4, 
ψ
5, 
ψ
6, 
ψ
7, 
ψ
8, 
ψ
9
Fold-A
Treinamento
Validação
Fold-
B
Fold-
C
Fold-
D
) (
                                                                     
ψ
10, 
ψ
11, 
ψ
12, 
ψ
13, 
ψ
14, 
ψ
15, 
ψ
16, 
ψ
17,
 ψ
18
Fold-A
Treinamento
Validação
Fold-
B
Fold-
D
Fold-
C
Trein
.
) (
                                                                     
ψ
19, 
ψ
20, 
ψ
21, 
ψ
22, 
ψ
23, 
ψ
24, 
ψ
25, 
ψ
26, 
ψ
27
Fold-
C
Trein
am.
Validação
Fold-
D
Fold-
A
Fold-
B
Trein
amento
) (
      (fase A)
           (fase B)
)Base de Dados











 (
                                                                     
ψ
28, 
ψ
29, 
ψ
30, 
ψ
31, 
ψ
32, 
ψ
33, 
ψ
34, 
ψ
35, 
ψ
36
Fold-
B
Validação
Fold-
C
Fold-
D
Fold-A
Trein
amento
)



Figura 3.2 – Esquema de divisão da base de dados para operação do sistema proposto, pressupondo a utilização de um comitê com 36 classificadores, composto por 4 grupos de 9 classificadores, divisão do conjunto de treinamento em 4 folds e utilização de um único fold isoladamente como conjunto de validação.
O processo de escolha dos classificadores
Após a geração do conjunto inicial de classificadores (classifier pool), o método entra na fase de generalização, onde os comitês são definidos dinamicamente. Após a divisão da fração destinada ao treinamento/validação em n-folds, conforme descrito na subseção anterior, são definidas as regiões de competência para cada padrão de testes xt, sendo cada região composta pelos k’-vizinhos mais próximos a xt extraídos de seu conjunto de validação associado. Uma vez que é empregado o esquema de divisão em n-folds descrito anteriormente, em cada um dos n conjuntos de validação gerados são extraídos k’ (k’ = k/n) vizinhos a xt para compor as regiões de competência do padrão. Desta forma, cada padrão de teste utiliza, no total, k padrões distintos para compor suas regiões de competência, onde destes k padrões, a maior parte corresponderá aos k vizinhos mais próximos a xt obtidos a partir de toda a fração da base de dados destinada a treinamento/validação.
A definição de cada vizinhança de xt é feita através do critério da distância euclidiana. É importante destacar que outras medidas de similaridade ou distância poderão ser utilizadas, a exemplo da distância euclidiana adaptativa (WANG, J.; NESKOVIC, P.; COOPER, L. N., 2007), a qual, todavia não foi empregada neste trabalho. Para cada padrão de validação é mensurada sua distância a xt, sendo selecionados para compor sua região de competência os k’ padrões de validação mais próximos a xt ( conjunto k’-vizinhos).   A partir do conjunto k’-vizinhos, o comitê inicial tem seus componentes ordenados em ordem decrescente de competência, cujos valores são calculados a partir de cada conjunto de k’-vizinhos. Em virtude do caráter dinâmico do método, cada padrão de testes terá seu próprio conjunto k’-vizinhos os quais serão responsáveis pela geração de distintas ordenações dos componentes dos comitês iniciais. 
A seguir o método proposto é descrito em maiores detalhes.

O Método Proposto - Funcionamento
O método proposto opera em quatro etapas: i) divisão da base de dados para treinamento dos classificadores-base e definição dos conjuntos de validação; ii) definição dos valores de competência de cada classificador; iii) seleção do comitê dinâmico e iv) classificação. A Figura 3.3 descreve o funcionamento do método proposto, para o caso da divisão do conjunto de treinamento em dois folds.
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Figura 3.3 – Visão geral do sistema proposto para o caso da divisão do conjunto de treinamento em dois folds.



Inicialmente a base é divida da forma já descrita anteriormente, onde a fração de dados destinada ao treinamento/validação é dividida em n-folds, os quais são separados em frações destinadas ao treinamento/validação de  grupos de classificadores a serem treinados em paralelo. Para cada um dos  grupos de classificadores são gerados, via Bagging,  classificadores, totalizando  classificadores que irão compor o pool. 
Após a geração do pool de classificadores e de posse das frações de dados destinadas à validação, o método entra em sua fase dinâmica de operação. Com a apresentação de um padrão de ser rotulado, são calculados os valores de competência para suas vizinhanças em cada fração de dados de validação. Aqui é adotada uma estratégia similar àquela empregada no método LCA – “A Posteriori” (WOODS, K.; KEGELMEYER JR., W. P.; BOWYER, K., 1997) (GIACINTO, G.; ROLI, F., 1997), uma vez que são efetivamente utilizados para o cálculo do valor de competência apenas os padrões, dentre os k-vizinhos xt, que são rotulados pelo classificador com a mesma valoração de classe atribuída pelo classificador a xt. É utilizado, ainda, um decaimento exponencial dos pesos, como forma de dar uma maior ponderação aos padrões localizados mais próximos ao padrão de teste, de maneira similar ao decaimento utilizado com sucesso por Woloszynski e Kurzynski (2011). Individualmente cada classificador  tem sua competência calculada a partir da seguinte expressão:

onde

e  representa a fração de padrões da vizinhança de  que são corretamente rotulados pelo pool via voto majoritário. Desta forma, o termo  é utilizado como uma medida do grau de dificuldade de classificação do padrão. Valores altos para este termo implicam em padrões mais fáceis de serem classificados quando comparados a padrões associados a valores baixos de . E neste raciocínio, padrões com o termo  assumindo valores mais altos terão maior força no cálculo das competênicas individuais, ao passo que padrões de rotulações duvidosas (i.e. em regiões de fronteira de classificação ou padrões ruidosos) terão uma menor influência no cálculo da competência.
Sendo o comitê C’, composto por todos os  classificadores ordenados na forma anteriormente descrita, verifica-se, experimentalmente, que em situações onde o comitê comete um erro de classificação de um dado padrão de teste, pode existir um ou mais valores para m, m < , que definem pontos de corte geradores de frações do comitê inicial capazes de rotular este padrão corretamente. Cada fração corresponderá aos m primeiros classificadores de C’, sendo esta fração do comitê original denominada . Baseado neste fato, o método proposto busca encontrar um valor mais provável de m e utilizá-lo para gerar o comitê final , com m classificadores, que será utilizado na classificação do atual padrão de teste via voto de maioria. Em outras palavras, após a ordenação dos classificadores, é executada uma poda no comitê. Como esta ordenação, com posterior poda, ocorre para cada padrão de teste, o método é definido como um método dinâmico de geração de comitês.
Uma vez definido C e o conjunto k-vizinhos de  no conjunto de testes/validação, para cada padrão , de k-vizinhos, é extraído um valor corte para uma variável , tal que 1 ≤  ≤ , que maximiza g  em
,  onde   maximiza     
Sendo  dimensão do comitê e

Este processo é repetido para cada um dos k padrões de k-vizinhos onde para cada um destes padrões é extraído um valor de . Ao valor de corte final  é atribuída a média ponderada dos valores de . Esta ponderação é definida em função da distância euclidiana entre cada padrão da região de competência em relação ao padrão de teste. A figura 4.4 descreve as etapas de funcionamento do método proposto através de um pseudocódigo.
 (
Entrada: 
Conjunto de treinamento 
D
,
 conjunto de validação 
V
,
 conjunto de Testes 
A partir de um conjunto de treinamento 
D
 contendo 
N
 instâncias, gere 
L
 classificadores:
Inicialize os parâmetros
Faça 
C
  = Ø, o comitê
Defina 
L
, o número de classificadores do comitê
 Para 
i = 
1
, ..., L
Construção dos classificadores de 
C
Obtenha uma amostra 
D*
 a partir de 
D,
 gerada via processo de 
reamostragem
 com reposição (
bootstrap
 
sample
)
Gere um classificador 
C
i
 usando 
D*
Adicione 
C
i
 
ao comitê 
C, C
 = 
C
  
 
C
i
Após a construção do comitê
 inicial
, o método entra na fase dinâmica de operação, onde os classificadores são obtidos de acordo com o padrão a ser classificado. Assim, para 
um dado
 padrão de teste 
x
n
 são definidos seus k-vizinhos mais próximos em um conjunto de validação 
V
, obtidos pelo critério da distância euclidiana
Definidos os k-vizinhos de  
x
t
 
em
 V
, para cada classificador de 
C
  é obtido um vetor de competências de dimensão 
L
. Cada competência é obtida de acordo com a expressão
 
Onde
  
 
E 
dist
 
representa a distância euclidiana entre o padrão de teste 
x
t
 e o seu vizinho 
x
i
, sendo utilizados apenas os padrões de validação que são rotulados por 
 com a mesma rotulação que este classificador atribui a 
x
t
.
Ord
ene os classificadores do comitê
 
C
  em ordem decrescente de competência, gerando assim o comitê 
C’
.
Para cada um dos os k-vizinhos de 
x
t
 
em
 V
, e dado 
C’
, é gerado um vetor 
H = {h
1
,… , 
h
i
}, com i = 1,…, L
, onde o i-
ésimo
 elemento deste vetor assumirá valor ‘+1’ caso o i-
ésimo
 classificador de 
C’
  o rotule corretamente ou assumirá valor ‘-1’, caso contrário. Desta forma, a cada vizinho de 
x
t
 estará associado um vetor 
H 
distinto. 
Para cada vetor 
H 
gerado, encontre o maior valor de 
, 
, que maximize 
. Estes valores são armazenados no vetor 
Z
. Cada um destes valores representará o maior ponto onde a correta classificação do padrão de validação ocorre com folga máxima pelo 
sub-comitê
 formado pelos 
 primeiros classificadores de 
C’
, definindo assim uma forma de maximização de um critério particular de margem.
De posse dos 
k
 valores que maximizam o critério descrito no 
sub-passo
 anterior, armazenados em 
Z,
 é extraído um valor 
 calculado da seguinte maneira:
Desta forma, 
 
corresponderá
 
à
 média
 ponderada
 dos valores 
armazedos
 em 
Z
. Os pesos
 ponderados por valores inversamente proporcionais às distâncias euclidianas entre 
 e 
.
Gere um comitê formado pelos 
 primeiros classificadores de 
C’ 
, 
C*
Classifique 
 com 
C* 
 
via voto majoritário.
 Em caso de empate na classificação, classifique 
 com o classificador com maior valor de competência associado.
)

















Figura 4.4 – Algoritmo proposto.
	Aqui é oportuno destacar que a seleção de classificadores na forma proposta tem uma característica peculiar em seu funcionamento. Durante a fase de poda, a fase de seleção de uma fração de classificadores de um pool de L classificadores ordenados por competência, são avaliados, em função dos padrões de uma região de vizinhança, o desempenho de L comitês sobre os dados de validação. O método não se restringe a analisar o desempenho isolado de cada classificador do comitê; analisa também o desempenho de grupos de classificadores atuando via voto majoritário, na fase de poda.
	













Capítulo 4 
Projeto Experimental e Interpretação dos Resultados




Neste capítulo é realizada uma análise dos resultados experimentais obtidos. O método proposto foi testado em bases de dados públicas, de problemas reais de classificação conhecidos e considerados benchmarks. O desempenho do método é comparado ao desempenho de outras técnicas de geração de comitês de classificadores, sendo uma delas também de natureza dinâmica. Na Seção 4.1 são descritas as bases de dados utilizadas. A Seção 4.2 descreve a metodologia empregada no projeto experimental. Na última Seção os resultados são apresentados e avaliados.

3 
Bases de Dados Utilizadas
As bases utilizadas pertencem a áreas de distintos domínios. Para a execução dos experimentos foram empregadas 7 bases de dados, sendo 6 delas pertencentes aos repositórios públicos Proben1 (PRECHELT, L., 1994) e UCI Machine Learning Repository (NEWMAN et al., 1998). A seguir as bases são descritas em maiores detalhes.
Bupa Liver Disorders. A base é constituída por um conjunto de dados da área médica sobre doenças do fígado. Possui 345 registros, 6 atributos assumindo valores reais contínuos e um atributo de classe assumindo duas possíveis valorações. A primeira classe possui 145 registros e a segunda 200. As primeiras cinco variáveis são relativas a testes sanguíneos sobre os quais se pressupõem serem sensíveis a disfunções no fígado decorrentes de consumo excessivo de álcool. A base está disponível no repositório UCI.
Pima Diabetes. O problema contém dados obtidos de índios Pima, povo oriundo do estado do Arizona, Estados Unidos. Os pacientes sobre quem os registros foram feitos são do sexo feminino e com mais de 21 anos de idade. O problema consiste em dizer se um paciente possui ou não diabetes baseado em dados pessoais, tais como idade e número de gestações, bem como dados fisiológicos e metabólicos, a exemplo de pressão arterial, índice de massa corpórea e teste de tolerância à glicose. A base de dados possui 768 registros e 8 atributos. A classe alvo (casos positivos) contém 268 registros (34,9% dos dados). Base extraída do repositório Proben1.
Sonar (Mine vs. rocks). A base de dados pública Mines vs. Rocks contém 208 registros, dos quais 111 referentes à classe “Mina” e 97 registros referentes à classe “Rocha”. Cada classe foi obtida, respectivamente, a partir da aplicação de sinais de sonar em um metal cilíndrico e sobre rochas em vários ângulos e sob várias condições (GORMAN, R. P.; SEJNOWSKI, T. J., 1988), visando identificar a partir da análise dos dados se o objeto rastreado pelo sistema de sonar é uma mina (corpo cilíndrico metálico) ou uma rocha arredondada. A base de dados está atualmente disponível no repositório UCI, possuindo 60 atributos numéricos. 
Blood Transfusion Service Center (Blood). A base foi construída a partir dos registros gerados por doações de sangue em um centro de doações de Taiwan. Foi gerada para testar uma variante do modelo RFM (Recency – Frequency – Monetary), uma metodologia utilizada para analisar o comportamento de clientes dentro da área de Marketing (YEH, I.; YANG, K.; TING, T., 2008). Na geração da base foram aleatoriamente selecionados 748 registros da base total. Cada registro é composto pelos seguintes atributos: i) Recency – número de meses decorridos desde a última doação; ii) Frequency – número total de doações já realizadas pela pessoa; iii) Monetary – total de sangue doado e iv) Time – número de meses decorridos desde a primeira doação. A variável resposta é uma variável binária que informa se a pessoa realizou doação no mês de março de 2007, como uma forma de simular uma situação de previsão de doação. A base possui 748 registros, dos quais 24% pertencem à classe 1 (realizou doação em questão) e 76% pertencem à classe 0 (não realizou doação). A base está disponível no repositório UCI.
Ionosphere. A base de dados agrupa informações capturadas por 16 antenas de alta frequência na busca de informações de elétrons livres na ionosfera. Os dados foram coletados pelo Grupo de Física Espacial do Laboratório de Física Aplicada do campus de Laurel, Maryland, Universidade John Hopkins. A coleta foi realizada em Goose Bay, Labrador. A base possui 351 registros, sendo composta por 34 atributos contínuos, rotulados em ‘bons’ e ‘ruins’. Registros rotulados como ‘bons’ evidenciam alguma espécie de estrutura na ionosfera, ao passo que registros ‘ruins’ não evidenciam estruturas na ionosfera de forma que os sinais enviados a atravessaram. A base está disponível no repositório UCI. 
Cancer (Wisconsin Breast Cancer). O problema busca diagnosticar câncer de mama através da análise de atributos descritivos das células obtidos por análise microscópica. Assim será possível inferir se o tumor é maligno ou benigno. Os atributos considerados descrevem a morfologia das células nas observações.  A base de dados possui 699 registros, com 9 variáveis, todas contínuas. A variável de classe é binária, contendo 34,5% dos registros rotulados como “malignos”.
Mortalidade Infantil Brasil 2000. A base foi montada a partir dos registros obtidos do website do IBGE, da base DATASUS e de dados extraídos do Atlas do Desenvolvimento Humano no Brasil (PNUD, 2003), software de consultas que congrega dados do IPEA, IBGE dentre outras instituições de pesquisa. Os dados se referem aos anos 2000 e 2002. A escolha dos atributos foi motivada por estudos que apontam para a existência de uma correlação entre as características socioeconômicas e os níveis de MI nas sociedades (BOING, A. F.; BOING, A. C., 2008), sobretudo pelo estudo coordenado por Celso Simões do IBGE (IBGE, 1999), que aponta para a exclusão social de parcelas significativas da população do Brasil e a manutenção das desigualdades sociais e regionais como um forte obstáculo a reduções mais significativas dos níveis de mortalidade infantil.
Os atributos da base Mortalidade Infantil Brasil 2000 encontram-se subdivididos conforme os tipos de dados relativos: (i) à infraestrutura (e.g. percentual de domicílios urbanos com serviços de coleta de lixo, de pessoas que vivem em domicílios com água encanada, com rede de esgoto e saneamento básico); (ii) aos indicadores socioeconômicos (e.g. tempo de escolaridade de pessoas com idade superior a 25 anos, percentual de analfabetos com idade superior a 25 anos, renda per capita do município, distribuição da população (zona rural x área urbana)); (iii) à existência e/ou acesso aos serviços de saúde (e.g. número de estabelecimentos de saúde geral e pública, números de leitos para internação, número de médicos residentes) e (iv) aos indicadores de natalidade (e.g. taxa de fecundidade total). Esses dados foram relacionados com a mortalidade até 1 ano de idade. Foram ainda criados 3 atributos a partir dos já existentes visando embutir conhecimento sobre a base. A base final possui um total de 33 atributos e 5.507 registros que se referem aos municípios existentes no Brasil de acordo com o Censo 2000 do IBGE. A classe de saída representa o nível da taxa de mortalidade no município. Os municípios brasileiros estão então divididos em duas categorias em termos de taxas de mortalidade infantil tendo o limiar para a segregação em duas classes igual a 25 (vinte e cinco) mortes. Desta forma, os registros com taxas acima de 25 mortes antes de completar um ano de nascido por mil nascidos vivos, são agrupados na classe 1 (altas taxas de mortalidade) e, para registros com taxas menores ou iguais a esse limiar, é associada a classe 0 (baixas taxas de mortalidade). A base possui 40,48% de suas instâncias rotuladas com classe “baixas taxas de mortalidade” e 59,52% com “altas taxas de mortalidade”.
A tabela 4.1 apresenta uma visão geral das bases de dados utilizadas.

Tabela 4.1 – Visão geral das bases de dados utilizadas.
	Base de Dados
	Qtde. padrões
	Qtde. Atributos
	Classes
	Classe Alvo (%)
	Classe Não-alvo (%)

	Liver Disorders
	345
	6
	2
	42,02 
	57,98

	Pima Diabetes
	768
	8
	2
	34,90
	65,10

	Sonar
	208
	60
	2
	46,63
	53,37

	Blood
	748
	4
	2
	24,00
	76,00

	Ionosphere
	351
	34
	2
	35,89
	64,11

	Breast Cancer
	699
	9
	2
	34,50
	65,50

	Mortalidade Infantil
	5507
	33
	2
	40,48
	59,52


Metodologia dos Experimentos

O principal objetivo dos experimentos é comparar o resultado obtido pela técnica proposta com outras técnicas de comitês de classificadores, dentre elas comitês gerados via Bagging, o algoritmo utilizado na geração do conjunto inicial de classificadores na abordagem proposta.
Nos experimentos realizados, para cada base de dados foi executado um total de 10 repetições empregando a metodologia 10-fold cross-validation. Esta metodologia particiona a base de dados em 10 conjuntos mutuamente exclusivos, cada um com aproximadamente o mesmo número de elementos. Cada um dos conjuntos será utilizado para testes dos comitês construídos com os outros 9 conjuntos remanescentes.  O particionamento da base foi realizado de maneira estratificada, mantendo-se, assim, em cada uma das partições a mesma proporção de elementos por cada classe encontrada na base de dados original. Desta forma, em cada base de dados são utilizados 9 folds para treinamento dos comitês e 1 fold para os testes. Cada execução foi repetida 10 vezes, extraindo-se a média das execuções como sendo o desempenho de cada método em uma dada base (HAN, J.; KAMBER, M., 2006).
Foi empregado o Teste t pareado para efeitos de comparação de desempenho do método proposto com outros métodos de comitês de classificadores. O abordagem proposta foi comparada com os algoritmos Bagging (BREIMAN, L., 1996), Stacking (WOLPERT, D. H., 1992), Random Forests (BREIMAN, L., 2001), Adaboost M.1, uma extensão do algoritmo Adaboost (FREUND, Y.; SCHAPIRE, R. E., 1995) e com o método dinâmico KNORA UNION-W (KO, A. H. R.; SABOURIN, R.; BRITTO JR., A. S., 2008).
Em cada base de dados, o método proposto particiona cada fração de dados destinada ao treinamento em dois folds, sendo um para validação e outro para treinamento dos classificadores. Como a base é inicialmente dividida em 10 folds, dos quais 9 são destinados ao treinamento, estes 9 folds são reunidos e novamente divididos em 2 folds, onde o primeiro fold é utilizado para o treinamento de 18 árvores de decisão que implementam o algoritmo C4.5 (QUINLAN, J. R., 1993), geradas via algoritmo Bagging, ao passo em que ao segundo fold cabe o papel de conjunto de validação para a extração dinâmica de comitês. Paralelamente, outras 18 árvores são treinadas utilizando os dois folds gerados invertendo suas atribuições como conjuntos de treinamento e validação em relação aos outros 18 classificadores gerados. A opção por dois folds busca dar igual importância aos processos de treinamento e validação, assumindo que ambos são igualmente importantes no funcionamento do método. Para efeito de análise do desempenho do método, a quantidade de elementos que compõem a região de competência é definida experimentalmente. A quantidade k de padrões de validação é definida a partir de experimentos utilizando a fração dos dados destinada à validação, utilizando, desta forma, um conjunto de dados estatisticamente independente do conjunto de testes. No projeto experimental o valor de k é escolhido entre os valores 5, 10 e 15.
No algoritmo Bagging, utilizado como método base para a geração do pool de classificadores a ser utilizado pelos métodos propostos, foram gerados 36 classificadores-base, utilizando árvores de decisão que implementam o algoritmo C4.5 (QUINLAN, J. R., 1993). O algoritmo C4.5 é considerado uma das mais populares implementações deste gênero de algoritmo (DUDA, R. O.; HART, P. E.; STORK, D. G., 2000), sendo esta uma das principais motivações para sua escolha neste trabalho. Como o algoritmo não pressupõe nenhuma forma de poda ou seleção de classificadores, o conjunto inteiro destinado ao treinamento foi utilizado para a geração dos classificadores-base.
Para a aplicação de Stacking, foram utilizados os classificadores KNN (K-Vizinhos mais próximos), Naive Bayes, árvore C4.5, Regressão Logística e o classificador Multilayer Perceptron (MLP) treinado com uma camada escondida composta por 4 neurônios. Como meta-classificador foi empregado o classificador MLP também treinado com 1 camada escondida composta por 4 neurônios. Foram utilizados dois folds em sua etapa de geração de metadados. A escolha destes classificadores se deve as suas distintas naturezas de funcionamento, o que é uma característica desejável na combinação via Stacking.
O algoritmo Random Forests utilizou a mesma dimensão do comitê gerado via Bagging, ou seja 36 árvores de decisão. O KNORA-U-W, versão que utiliza ponderação pelas distâncias euclidianas a cada padrão da região de competência, empregou os mesmos classificadores gerados e utilizados pelo algoritmo Bagging e pelo método proposto, e utilizou o mesmo valor de parâmetro k, quantidade de vizinhos, que o utilizado no método proposto, ou seja 10 vizinhos.
Os resultados foram comparados através do teste de Hipótese t emparelhado a 95% de confiança, utilizando como métrica de desempenho as médias das taxas de acertos. 

 Resultados
A tabela 4.2 contém os resultados das execuções, onde cada valor corresponde à média das taxas de acertos sobre o conjunto de testes de cada base de dados.
Tabela 4.2 – Resultado comparativo do método proposto. Os valores do método de melhor desempenho estão destacados em negrito para cada base de dados. Os valores acompanhados do sinal ‘+’ indicam que os respectivos métodos foram superados em desempenho pelo método proposto. Valores acompanhados pelo sinal ‘-’ indicam que os respectivos métodos superam o método proposto em desempenho. A ausência de sinais ‘+’ ou ‘-’ indica que a diferença para o método proposto não atingiu o nível de 95% de confiança.
	Base de Dados
	Proposto
	Bagging (B)
	Stacking (S)
	Random Forests (RF)
	Adaboost (A)
	KNORA-U-W (K)

	Liver Disorders
	70,38
	69,91
	69,47 (+)
	68,92 (+)
	67,74 (+)
	70,05

	Pima Diabetes
	76,53
	76,07 (+)
	76,37
	75,54 (+)
	73,98 (+)
	76,03 (+)

	Sonar
	81,12
	79,10 (+)
	82,38
	83,72 (-)
	82,01
	79,39 (+)

	Blood
	78,90
	78,22 (+)
	77,16 (+)
	73,05 (+)
	75,99 (+)
	78,51 (+)

	Ionosphere
	92,28
	92,67
	92,78
	93,38 (-)
	93,87 (-)
	92,65 (-)

	Breast Cancer
	96,43
	96,06 (+)
	97,60 (-)
	96,41
	97,24 (-)
	95,80 (+)

	Mort. Infantil
	90,05
	89,87 (+)
	89,79 (+)
	90,19
	89,58 (+)
	89,82 (+)


A abordagem proposta se mostra viável, especialmente quando se busca uma forma de otimizar o algoritmo Bagging, o que é feito a partir da introdução de um critério local de seleção dinâmica dos comitês na fase de generalização. Com a utilização de um conjunto de validação para a escolha dos comitês, espera-se encontrar dinamicamente um subconjunto de classificadores com maiores chances de acerto de classificação na fase de generalização. 
A abordagem proposta para a seleção dinâmica supera de maneira estatisticamente significante, em desempenho de classificação, o algoritmo Bagging em 5 das 7 bases. A abordagem supera também a técnica dinâmica KNORA-U-W de maneira estatisticamente significante em 5 das 7 bases, sendo superada em uma base.
Sobre estes fatos algumas considerações devem ser feitas. O algoritmo Random Forests supera em desempenho de classificação o método em duas bases de dados, sendo superado por este em outras três bases. As bases nas quais este método apresenta um melhor desempenho são bases de dados com um número razoavelmente mais elevado de atributos; Ionosphere possui 34 atributos e Sonar 60 atributos. Este fato, de certa forma, contribui para um melhor desempenho do método Random Forests ao passo que pode prejudicar o desempenho do método proposto. Como Random Forests utiliza subconjuntos de atributos para induzir suas árvores, os quais são gerados de maneira aleatória, existe aí um fonte a mais de geração de diversidade, o que contribui para um melhor desempenho de generalização. Por outro lado, um maior número de atributos pode ser uma característica prejudicial em métodos que utilizam de alguma forma o algoritmo KNN com a distância euclidiana como medida de similaridade. Um maior número de atributos pode fazer com que fatalmente padrões de validação se apresentem próximos aos padrões de teste no espaço de características, em termos de distância euclidiana, muito embora os atributos mais relevantes não estejam necessariamente próximos. Esta desvantagem em se utilizar puramente da distância euclidiana está, de fato, presente em todos os problemas nos quais o KNN é utilizado, mas se torna ainda mais crítica quando existe um número mais elevado de atributos. Uma forma de atenuar este problema é realizar uma seleção de atributos, com consequente redução de dimensionalidade do problema, antes da aplicação do método proposto.
Nas seções seguintes são investigados o efeito da utilização do termo de margem () e o desempenho da metodologia de poda proposta.
Análise da Influência do termo  no desempenho do método proposto
O método proposto, em sua etapa de cálculo das competências individuais de cada classificador, utiliza um termo  que representa uma forma de cálculo de margem de classificação de cada padrão de validação. Este termo corresponde à proporção de classificadores do pool original que rotulam corretamente o padrão de validação e assume valores contínuos no intervalo [0, 1]. Padrões de validação com baixos valores calculados de  são considerados padrões mais difíceis de serem classificados ou mesmo padrões ruidosos, ao passo em que padrões com valores altos de  possuem uma menor chance de representarem ruído e terão maior influência no cálculo das competências individuais dos classificadores. Foram executados experimentos com o intuito de verificar o nível de influência deste termo no desempenho do método. 
Nestes experimentos cada base de dados foi dividida utilizando a metodologia 10-fold cross-validation, tal como no experimento anterior. Este processo foi repetido 10 vezes, tomando as médias de cada execução como o valor resultante de cada processo. A fração de dados destinada ao treinamento dos classificadores foi dividida em dois folds, sendo um fold utilizado para o treinamento dos classificadores e o outro fold para a etapa de validação, dentro do processo de seleção dinâmica. Desta forma, em cada etapa de testes, foi gerado um pool de 18 árvores de decisão utilizando a fração da base destinada a este fim. Aqui não foi empregado o esquema de rotação de folds, visto tratar-se de um experimento que visa apenas verificar a influência de  sobre o método.
Para efeito de comparação, após a geração do pool de 18 classificadores, o processo de cálculo das competências é realizado de duas formas, as quais são comparadas de uma maneira simplificada. A primeira forma de cálculo das competências utiliza a abordagem proposta em sua forma original. A segunda forma utiliza a abordagem proposta substituindo o termo  por um valor constante pré-definido igual a 1, o que faz com que cada padrão, exceto pela ponderação imposta pela distância ao padrão de teste, tenha o mesmo grau de influência no cálculo das competências. Em ambas as situações, a etapa de extração do ponto de corte foi removida, sendo substituída pelo desempenho de todas as frações do comitê ordenado por competência. Esta substituição tem o objetivo tornar possível a análise puramente do efeito do critério de ordenação utilizado, para que seja possível verificar o quão eficiente é a ordenação dos classificadores gerada pelo critério estabelecido. Assim, a primeira fração corresponde ao classificador mais competente; a segunda fração aos dois primeiros classificadores mais competentes; a terceira fração aos três mais competentes e assim sucessivamente. Empates são resolvidos utilizando o voto do classificador mais competente. O resultado desta comparação está presente nas Tabelas 4.3 e 4.4.
Tabela 4.3 – Resultado comparativo da influência do termo  no desempenho do método. Para uma melhor visualização, o maior dos dois valores de cada subcomitê está destacado em negrito. Os valores sublinhados correspondem a uma diferença estatisticamente significante nas médias a 95% de confiança.
	
	Liver Disorders
	Pima Diabetes
	Blood

	Posição poda
	 = margem
	 = 1
	 = margem
	 = 1
	 = margem
	 = 1

	1
	67,45
	63,07
	75,57
	70,15
	77,99
	73,71

	2
	67,45
	63,07
	75,57
	70,15
	77,99
	73,71

	3
	68,52
	64,76
	75,95
	72,79
	77,93
	75,79

	4
	68,61
	65,34
	76,07
	73,03
	78,07
	75,81

	5
	68,72
	66,55
	75,87
	74,23
	77,92
	76,45

	6
	69,05
	67,12
	75,98
	74,13
	77,96
	76,45

	7
	69,38
	67,98
	76,14
	74,91
	78,03
	76,97

	8
	69,84
	68,44
	76,51
	75,08
	78,13
	77,14

	9
	70,15
	68,91
	76,46
	75,38
	78,24
	77,42

	10
	69,66
	69,08
	76,56
	75,61
	78,35
	77,54

	11
	69,75
	69,40
	76,55
	76,30
	78,47
	77,91

	12
	69,84
	69,34
	76,78
	76,17
	78,41
	77,83

	13
	70,27
	69,83
	76,86
	76,63
	78,44
	78,07

	14
	70,24
	69,74
	76,75
	76,28
	78,50
	78,01

	15
	70,44
	70,04
	76,35
	76,26
	78,27
	78,17

	16
	70,12
	69,77
	76,48
	75,98
	78,24
	78,05

	17
	69,49
	69,34
	76,24
	76,16
	78,20
	78,20

	18
	69,49
	69,08
	76,32
	76,03
	78,20
	78,03

	
	
	
	
	
	
	

	Média
	69,36
	67,83
	76,28
	74,74
	78,18
	76,96

	Máxima
	70,44
	70,04
	76,86
	76,63
	78,50
	78,20



Tabela 4.4 – Resultado comparativo da influência do termo  no desempenho do método. Para uma melhor visualização, o maior dos dois valores de cada subcomitê está destacado em negrito. Os valores sublinhados correspondem a uma diferença estatisticamente significante nas médias a 95% de confiabilidade.
	
	Sonar
	Ionosphere
	Breast Cancer
	Mortalidade

	Posição poda
	 = margem
	 = 1
	 = margem
	 = 1
	 = margem
	 = 1
	 = margem
	 = 1

	1
	69,44
	72,47
	89,23
	90,40
	94,69
	93,95
	89,37
	86,14

	2
	69,44
	72,47
	89,23
	90,40
	94,69
	93,95
	89,37
	86,14

	3
	75,23
	76,04
	90,00
	91,60
	95,20
	95,43
	89,58
	87,83

	4
	75,72
	76,10
	90,34
	91,80
	95,35
	95,57
	89,67
	87,90

	5
	77,31
	78,36
	90,80
	92,16
	95,73
	96,03
	89,62
	88,55

	6
	77,83
	78,85
	91,05
	92,34
	95,87
	96,10
	89,74
	88,58

	7
	79,24
	79,53
	91,60
	92,37
	96,03
	96,10
	89,62
	89,00

	8
	79,23
	79,47
	91,74
	92,36
	96,12
	96,05
	89,76
	89,00

	9
	80,97
	80,57
	91,80
	92,51
	96,19
	96,33
	89,74
	89,36

	10
	80,77
	80,77
	91,82
	92,33
	96,24
	96,35
	89,89
	89,39

	11
	81,34
	81,64
	91,77
	92,11
	96,47
	96,38
	89,83
	89,64

	12
	80,86
	81,10
	91,91
	92,22
	96,61
	96,38
	89,95
	89,73

	13
	80,82
	81,11
	92,22
	92,42
	96,61
	96,61
	89,90
	89,81

	14
	80,19
	80,62
	92,08
	92,48
	96,47
	96,63
	90,01
	89,82

	15
	80,10
	80,00
	92,28
	92,42
	96,40
	96,49
	89,98
	89,92

	16
	79,36
	80,20
	92,22
	92,48
	96,33
	96,35
	90,05
	89,93

	17
	79,08
	78,89
	92,36
	92,39
	96,03
	96,01
	89,93
	89,91

	18
	78,73
	78,92
	92,51
	92,71
	95,96
	95,94
	89,90
	89,79

	
	
	
	
	
	
	
	
	

	Média
	78,09
	78,73
	91,39
	92,08
	95,95
	95,93
	89,77
	88,91

	Máxima
	81,34
	81,64
	92,51
	92,71
	96,61
	96,63
	90,05
	89,93



Os resultados mostram que há uma diferença no desempenho ao se utilizar o termo , o qual impacta positivamente nas bases de dados Liver, Diabetes, Blood e Mortalidade. Nos problemas Ionosphere e Sonar o resultado se mostrou contrário. Para o problema Breast Cancer, os resultados das abordagens foram similares. Analisando a influência de  no cálculo das competências, verifica-se que padrões com menor valor associado ao termo exerceram uma menor influência no cálculo das competências quando comparado a padrões com valores altos de . Entretanto, padrões com baixos valores associados de  tendem a estar mais próximos às fronteiras de decisão e, salvo as situações em que de fato representam ruído nos dados, podem ser mais informativos sobre o problema. É o que pressupõe o algoritmo Adaboost, que em seu esquema de reamostragem tende a selecionar com maior probabilidade aqueles padrões que os classificadores já construídos erram com uma maior frequência. Isto pode ser uma evidência de que as bases Liver, Diabetes, Blood e Mortalidade apresentam um maior nível de ruído associado que a base Ionosphere, por exemplo.
Nota-se que a abordagem proposta implicitamente pressupõe que padrões com valores baixos de  tendem a representar o ruído nos dados. Tal abordagem é superada, em desempenho, pela abordagem que utiliza o valor 1 em substituição a . Esta segunda abordagem evita o pressuposto do ruído, uma vez que nem todo padrão com baixo valor de  será necessariamente um dado ruidoso. 
As Figuras 4.1 a 4.7 exibem os resultados informados nas Tabelas 4.3 e 4.4, na forma de gráficos.

Figura 4.1 Comparativo do desempenho com a utilização do termo  e  para a base Liver Disorders por frações de comitês pré-definidas.

Figura 4.2 Comparativo do desempenho com a utilização do termo  e  para a base Pima Diabetes por frações de comitês pré-definidas.
        
Figura 4.3 Comparativo do desempenho com a utilização do termo  e  para a base Blood Transfusion por frações de comitês pré-definidas.



Figura 4.4 Comparativo do desempenho com a utilização do termo  e  para a base Sonar por frações de comitês pré-definidas.


Figura 4.5 Comparativo do desempenho com a utilização do termo  e  para a base Ionosphere por frações de comitês pré-definidas.


Figura 4.6 Comparativo do desempenho com a utilização do termo  e  para a base Breast Cancer por frações de comitês pré-definidas.


Figura 4.7 Comparativo do desempenho com a utilização do termo  e  para a base Mortalidade Infantil Brasil por frações de comitês pré-definidas.



Análise do desempenho da abordagem proposta para a tarela de poda dos comitês
	Um dos fatores motivadores para utilização de um processo de poda que define em tempo de execução o tamanho do comitê a ser utilizado é o fato que altas taxas de acerto podem ser obtidas ao se escolher uma fração ideal do comitê para cada padrão. No intuito de ilustrar o poder de classificação existente, em teoria, nesta abordagem, a Tabela 4.5 contém uma espécie de classificação via a abordagem oráculo apresentada no capítulo anterior. Como já relatado, o oráculo pode ser visto como o limite máximo possível de performance de um comitê dinâmico de classificadores. No conceito de oráculo, caso ao menos um classificador do comitê classifique corretamente um padrão na fase de generalização, este comitê é considerado capaz de classificá-lo corretamente. Aqui são apresentados experimentos realizados com uma variante do oráculo, onde para que o comitê seja considerado capaz de classificar um dado padrão de teste corretamente, deve existir ao menos uma fração do comitê ordenado composta pelos n primeiros classificadores do pool, com n = 1,..., 18, que classifique o padrão corretamente via voto majoritário. A Tabela 4.5 mostra as performances máximas alcançáveis para o método proposto, onde a fração do comitê ordenado a ser utilizada é definida em tempo de execução para um dado padrão.
Tabela 4.5 – Performances máximas de acertos de classificação utilizando o critério de cálculo de competência adotado.
	Base de dados
	Performance máxima alcançável

	Liver
	80,29

	Diabetes
	84,7

	Blood
	81,28

	Sonar
	91,15

	Ionosphere
	94,67

	Cancer
	97,66

	Mortalidade
	93,28



Para a análise do desempenho da abordagem proposta para a poda dos comitês, foram realizados experimentos nos mesmos moldes dos realizados na seção 5.3. O objetivo aqui é verificar a viabilidade da metodologia de poda, que opera de maneira independente da etapa de extração das competências, dentro da etapa dinâmica de seleção dos comitês. 
A abordagem proposta define, em tempo de execução e para cada padrão, a quantidade de classificadores que comporão o comitê dinamicamente gerado, de forma que não é informada uma quantidade fixa e pré-definida de classificadores que serão utilizados na fase de generalização. Como forma de verificar como se comporta esta abordagem, bem como sua eficiência, foram realizados experimentos comparativos nos moldes do experimento apresentado na seção 5.3. A base de dados foi dividida tal qual antes, sendo também utilizadas 18 árvores de decisão para compor o pool de classificadores. A abordagem proposta foi comparada com a escolha pré-definida de cada fração do comitê original composta pelos n classificadores mais competentes, com n = 1, ..., 18. 
A abordagem proposta é comparada com um critério que escolhe, para um dado conjunto de validação, uma quantidade fixa de classificadores que irão compor o comitê final. Esta escolha, aqui denominada Poda Estática, define a quantidade de classificadores a se utilizar na fase de generalização a partir do conjunto de validação, previamente à fase de testes. A partir do conjunto de validação, é aplicado o método 10-fold cross-validation sobre aqueles dados. Todas as frações de classificadores do pool gerado são comparadas, utilizando-se 1 fold de validação para os testes e os demais para a extração das competências e ordenação dos classificadores. Procede-se empregando cada um dos folds isoladamente como conjunto de testes e os demais de validação. Para cada fração de classificadores ordenados é calculada a média das taxas de acerto. A fração, de tamanho n, com a maior média de acertos define a quantidade de classificadores a ser utilizada na generalização. Assim todos os padrões durante a fase de generalização utilizarão o valor de n, obtido anteriormente, em suas classificações, sendo esta a quantidade de classificadores a se utilizar na Poda Estática. Os resultados dos experimentos estão descritos na Tabela 4.6.
Tabela 4.6 – Avaliação da sistemática de poda proposta. Em cada coluna os valores das taxas de acerto são comparados com o valor alcançado pela poda proposta. Para uma melhor visualização, o maior dos dois valores está destacado em negrito. Os valores sublinhados correspondem a uma diferença estatisticamente significante nas médias a 95% de confiabilidade.
	Base de dados
	Poda Método
	Poda Estática

	Liver Disorders
	70
	69,1

	Pima Diabetes
	76,54
	76,09

	Blood
	78,69
	78,11

	Sonar
	79,64
	80,78

	Breast Cancer
	95,89
	95,8

	Ionosphere
	92,64
	91,93

	Mortalidade
	90,02
	89,94



A abordagem proposta para a poda supera uma abordagem mais tradicional, onde o número de classificadores a ser utilizado é definido antes da etapa de operação do sistema de classificação. Isto aponta para o fato de que a etapa de poda do comitê exerce influência positiva sobre o resultado final do sistema, o que leva a crer que o processo de escolha dos classificadores ordenados por algum critério de competência é uma tarefa merecedora de estudos e com espaço para melhorias, visto que alguns dos resultados aqui alcançados ainda estão distantes daqueles informados na Tabela 4.5. 
O método proposto para a poda, ao operar de maneira independente da etapa de extração de competências e ordenação de classificadores, poderá ser empregado em qualquer outra sistemática similar à proposta neste trabalho, sendo esta uma das contribuições da abordagem.



Capítulo 5 
Conclusões


Este trabalho apresenta uma metodologia para a seleção dinâmica de comitês de classificadores, abordagem na qual um subconjunto de classificadores é selecionado para classificar um dado padrão de testes em função das características deste padrão. O trabalho contém ainda motivações para o uso de comitês de classificadores, uma revisão da literatura da área e descreve alguns métodos que utilizam conceitos de seleção dinâmica de classificadores e comitês. 
O método proposto opera em duas fases: i) geração de um pool inicial de classificadores via algoritmo Bagging para posterior extração de valores de competências e ii) estabelecimento de critério de corte, ou poda, do comitê ordenado em ordem decrescente de competências. Seus resultados foram comparados com os resultados obtidos por outras técnicas de geração de comitês, entre as quais estão técnicas estáticas e uma técnica também dinâmica. Os resultados mostram que a técnica proposta é promissora, especialmente quando se busca uma forma de otimizar o algoritmo Bagging.

4 
 Resultados mais Relevantes
Os resultados mais relevantes deste trabalho foram gerados para as bases de dados Diabetes, Blood e Mortalidade. De forma geral, o resultado mais relevante do método proposto é realizar uma poda dinâmica sobre comitês gerados via Bagging, resultando em uma otimização deste algoritmo. No presente trabalho também foi analisada a influência individual de cada uma das duas etapas de operação do método sobre o resultado final. A partir de experimentos específicos, verificou-se que tanto o critério de definição das regiões e cálculo dos valores de competência, bem como o critério de poda do comitê, em caráter dinâmico, contribuem positivamente para o desempenho do método. O critério da poda, ao operar de maneira independente da etapa inicial, poderá, inclusive, ser utilizado em qualquer outro método que utilize alguma forma de geração de ranking de classificadores em tempo de execução para posterior seleção de uma fração destes.

 Limitações do Trabalho
O trabalho utiliza, em parte, o algoritmo KNN com a distância euclidiana para a definição dos padrões de uma região de competência no conjunto de validação. Algumas das limitações encontradas no algoritmo KNN são, portanto, herdadas pelo método proposto. Dentre estas limitações, no contexto da abordagem proposta, podemos citar: i) custo computacional elevado para trabalhar com grandes bases de dados; ii) o método requer a estimação experimental do parâmetro k, o que acarreta em incremento no custo computacional, sendo, em alguns cenários, um fator limitante de uso em grandes bases de dados; iii) em problemas com um elevado número de atributos, padrões de validação que se encontrem próximos aos padrões de teste no espaço de características, pelo critério da distância euclidiana, poderão exercer um alta influência no resultado do método proposto, muito embora os atributos mais relevantes, nestes padrões, não estejam necessariamente próximos aos atributos do padrão de testes.
Uma outra limitação, passível de ser contornada, é a existência de atributos nominais nas bases de dados, especialmente quando presentes em problemas com atributos contínuos e discretos. 



 Trabalhos futuros
Como trabalhos futuros, são esperados:
· Investigação da viabilidade de utilização de alguma técnica de redução de instâncias para possibilitar ao método proposto trabalhar com grandes bases de dados com um custo computacional reduzido, sem perda de capacidade de generalização;
· Utilização de outras medidas de distância alternativas à distância euclidiana;
· Utilização de outras técnicas de similaridade na definição das regiões de competência e padrões lá contidos, notadamente para bases de dados compostas por atributos nominais;
· Analisar a influência da utilização de técnicas de redução de dimensionalidade nas bases de dados a serem aplicadas ao método proposto, sobretudo em bases com elevado número de atributos;
· Em problemas de classificação binária, avaliar o desempenho com métricas atualmente bastante utilizadas, tais como curvas AUC_ROC, KS_Máx, Índice de Gini etc.
· Utilização de outros tipos de classificadores para a construção dos comitês, e.g. redes neurais, Support Vector Machines etc;
· Utilização de outras técnicas de geração de comitês para a geração do pool inicial de classificadores, e.g. Adaboost, e especialmente métodos que trabalham como manipulação do espaço de características, e.g. Random Subspaces Method e Random Forests;
· Investigação de outras métricas a serem utilizadas na ordenação dos classificadores, especialmente alguma forma de se combinar mais de uma medida na geração dos valores de competência de cada classificador;
· Investigar como o esquema de divisão do conjunto de treinamento pode ser melhor utilizado, visando gerar um número de folds ideal a cada problema a ser tratado.
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