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1. Introdução

Com uso bastante difundido nos meios acadêmicos e industriais, as redes neurais artificiais, mais comumente chamadas redes neurais, são sistemas paralelos distribuídos, compostos por unidades de processamento denominadas neurônios, cujo funcionamento baseia-se no cálculo de funções matemáticas. O conhecimento da rede é armazenado, na maioria dos casos, na forma de pesos nas conexões entre neurônios. Com uma estrutura inspirada no funcionamento do cérebro humano, sua principal faculdade é a generalização, termo oriundo da psicologia que faz referência ao fato de a rede neural gerar saídas adequadas para entradas que não se encontravam presentes durante o processo de treinamento (Haykin, 2001). 


Para o processo de aprendizagem de redes neurais existem os seguintes paradigmas: i) o supervisionado, onde a cada vetor apresentado à rede, uma saída desejada é também apresentada, de forma a comparar o resultado gerado com o desejado para posterior ajuste dos parâmetros da rede; ii) o de aprendizagem por reforço, muitas vezes considerado um caso particular do paradigma supervisionado, no qual o aprendizado se dá pelo reforço das ações corretas realizadas pela rede, sem que seja calculado um valor de score para cada saída gerada e iii) o não-supervisionado, onde o aprendizado se dá pela existência de regularidade e redundância nos padrões apresentados à rede, uma vez que o padrão desejado não é conhecido de antemão (Braga, 2007).

Como regra geral, o processo de aprendizagem faz uso de uma massa de dados, composta por registros, ou instâncias, sendo estes, por sua vez, formados por atributos, ou variáveis, que descrevem as características dos registros da amostra. Desta forma, tem-se que a cada registro está associado um vetor de atributos e, nos casos de paradigma supervisionado de aprendizagem, um valor de saída desejado.

Em problemas de classificação, um dos principais desafios da etapa de modelagem e treinamento da rede é a escolha dos atributos que comporão o seu vetor de entrada. Este processo é de fundamental importância para a melhoria da capacidade de generalizar de um classificador (Battiti, 1992). Na prática, o conjunto ótimo de atributos é geralmente desconhecido, de forma que se torna comum a presença de atributos irrelevantes ou redundantes na massa de dados. Assim, busca-se manter o número de atributos tão pequeno quanto o possível para reduzir o custo computacional de treinamento de um classificador, bem como sua complexidade (Estévez, 2009).
 Objetivos

Verifica-se, portanto, a necessidade de seleção de atributos para a modelagem de uma rede neural de forma a evitar a utilização de atributos irrelevantes ou redundantes, bem como prover melhoria na capacidade de generalização do classificador, além da redução do custo e complexidade computacionais. O objetivo do presente trabalho é realizar um estudo sobre a utilização da Informação Mútua como parâmetro para o processo de seleção de atributos para o treinamento e modelagem de uma rede MLP (Multilayer Perceptron). Segundo Battiti [3], no contexto da Teoria da Informação, o problema consiste em encontrar um subconjunto de atributos S com k atributos, contido no conjunto inicial F com n atributos, que minimiza a incerteza do conjunto das classes de saída C dado o subconjunto S, e maximiza a informação mútua entre C e S.

O presente trabalho descreve a implementação e análise do algoritmo proposto por Battiti (Battiti, 1992), o MIFS (Mutual Information for Feature Selection), bem como os algoritmos que o sucederam na busca por melhorias em suas falhas, além de uma versão do algoritmo apresentada neste trabalho. O desempenho foi exaustivamente testado sobre os atributos de bases de dados públicas envolvendo problemas de classificação, e comparado com subespaços gerados por outras técnicas de seleção de atributos, bem como com as bases originais completas. O desempenho das técnicas de seleção de atributos será mensurado: i) a partir dos custos computacionais associados ao processo de seleção de atributos e ao treinamento da rede construída com estes atributos de entrada e ii) pelos desempenhos das redes neurais modeladas e treinadas com os atributos selecionados, desempenhos estes medidos pelos métodos de geração da curva ROC [5] e pelo teste estatístico de Kolmogorov-Smirnov (KS) [6].
 Organização
O presente trabalho contempla ainda, além desta seção introdutória, os seguintes capítulos:

•
Capítulo 2: Trata sobre as redes neurais artificiais, conceitos, suas aplicações e o modelo MLP, utilizado no trabalho.

•
Capítulo 3: Implicações da multidimensionalidade no treinamento das redes neurais.
•
Capítulo 4: Técnicas Empregadas na Seleção de Atributos e revisão da literatura sobre o tema.

•
Capítulo 5: Trata sobre os conceitos e métodos de estimação da informação mútua. Apresenta uma descrição do algoritmo MIFS, o processo de implementação e suas variações.

•
Capítulo 6: Apresenta os resultados gerados a partir dos testes realizados sobre as bases de dados.

2. Redes Neurais
Como já exposto na seção anterior, Redes Neurais são sistemas paralelos distribuídos, compostos por unidades de processamento, denominadas neurônios, dispostas em camadas e cujo funcionamento baseia-se no cálculo de funções matemáticas. As unidades, entre as camadas, são interconectadas e, na maioria dos modelos, estão associadas a pesos, os quais armazenam o conhecimento adquirido na forma de valores numéricos. Trata-se então de uma abordagem alternativa à computação algorítmica, com uma forma de computação inspirada no funcionamento do cérebro humano.
Devido a sua capacidade de generalização, as redes neurais são amplamente utilizadas na resolução de problemas do mundo real envolvendo grandes massas de dados. A natureza destes problemas é em geral de: i) classificação, i.e. atribuição a um padrão desconhecido uma entre várias classes de conhecidas; ii) categorização, i.e. o agrupamento em categorias bem definidas, obtidas a partir da redundância existente entre os registros apresentados à rede; iii) aproximação, em geral aproximação de funções e iv) previsão, i.e. prever situações futuras a partir dos dados atuais (Braga, 2007).
No decorrer deste capítulo serão apresentados: um histórico das redes neurais, modelos matemáticos utilizados, funções de ativação, topologias de redes e o algoritmo Backpropagation.
2.1 Breve Histórico das Redes Neurais

A inspiração para o funcionamento das redes neurais é baseada no funcionamento do cérebro humano, área aprofunda pelo estudo pioneiro de Ramón Y Cajál (referenciar, Haykin tem), que introduziu a idéia dos neurônios tais como são conhecidos hoje. Os neurônios são entre 5 e 6 vezes mais lentos que as portas lógicas de silício (Haykin, 2001), porém trabalhando de forma maciçamente paralela, o cérebro compensa esse aparente retardo na velocidade de funcionamento das células nervosas. 

McCulloch e Pitt (1943, lançar a ref) foram os primeiros a formular um modelo matemático simples para um neurônio. McCulloch um psiquiatra, Pitt, matemático, se associaram um ano antes da publicação do trabalho conjunto. O trabalho é em essência uma unificação de estudos da neurofisiologia com a lógica matemática, que propõe conexões entre os neurônios ajustadas corretamente e operando de forma síncrona para a computação de funções. Neste modelo, a saída de um dado neurônio assume valor 1 caso o campo local induzido, i.e. uma combinação linear entre seus valores de entrada acrescida de um valor de bias, é não-negativo e 0 na situação contrária. Este modelo utiliza uma função degrau para a condição de disparo, tal função é chamada de função de ativação sendo também referida como função restritiva, pois restringe a faixa de saída para um intervalo menor ou conjunto reduzido de valores. O trabalho de McCulloch e Pitt foi um marco para a área, pois mostrou que era possível fazer computação de uma forma inspirada no funcionamento do cérebro.
Como marco posterior há o trabalho de Hebb (1949), intitulado The Organization of Behavior, que propõe que a conectividade no cérebro é continuamente modificada a partir do aprendizado de novas tarefas funcionais criando agrupamentos neurais. Seu trabalho, entretanto, foi pouco influente na comunidade de engenharia, exercendo grande impacto entre psicólogos (Haykin, 2001). O trabalho lança o postulado da aprendizagem que afirma que o reforço em uma conexão entre dois neurônios deve ser reforçado em razão de uma constante ativação de um dos dois neurônios a partir da conexão entre eles.
O trabalho de Hebb, em grau de relevância para a área, é sucedido pelo trabalho de Frank Rosenblat (1958) que cria o modelo Perceptron, baseado no modelo de McCulloch-Pitts. Seu modelo é baseado na variação da intensidade entre as conexões inter-neurônios, ou seja, sinapses ajustáveis, como uma forma de prover treinamento à rede para classificar certos tipos de padrões. Seu modelo, entretanto, era capaz de resolver apenas problemas linearmente separáveis, não sendo possível lidar com não-linearidades. 
Devido ao fato de o Perceptron não resolver problemas não linearmente separáveis e segundo Minsky e Papert (1969 ref) o modelo não garantia a convergência para mais de uma camada. Essas observações causaram um adormecimento nas pesquisas em redes neurais durante os anos 1970 (Braga, 2007), época onde alguns poucos pesquisadores continuaram seus estudos na área. Os efeitos pessimistas em relação à capacidade das redes neurais causados pelo livro de Minsky e Papert só foram revertidos com o advento do algoritmo Backpropagation (ref pág 5 de braga) que mostrou que o modelo Perceptron era capaz de resolver problemas não-lineramente separáveis. O Backpropagation utiliza múltiplas camadas, baseia-se no método do gradiente descendente sendo bastante utilizado no modelo Multilayer Perceptron, descrito a seguir. 
2.2  Perceptron de Múltiplas Camadas
No presente trabalho foi utilizada o Perceptron de Múltiplas Camadas, ou rede MLP (Multilayer Perceptron), que adota o paradigma supervisionado de aprendizagem, caracterizado pela existência de um “supervisor” externo, cujo papel central é fornecer as entradas à rede e comparar as saídas geradas com um resultado esperado, para posterior ajuste de parâmetros, a partir dos erros gerados. A minimização do erro decorre de maneira incremental até a convergência, definida por um critério de parada pré-estabelecido. Assim, o vetor contendo os dados a serem processados é apresentado à rede a partir da camada de entrada, gerando estímulos que são propagados adiante nas demais camadas. As saídas de cada neurônio das camadas escondidas comporão as entradas da camada subseqüente. Desta forma, por cada conexão entre neurônios, transcorrem estímulos que são ponderados por seus respectivos pesos ωj, determinando, a partir de uma função de ativação, os estímulos que chegam aos neurônios conectados a sua saída. Seguindo este procedimento, tem-se então uma resposta final na camada de saída, correspondente ao vetor apresentado. 

O aprendizado na rede MLP transcorre em duas fases, sendo seu algoritmo de treinamento mais popular o backpropagation (HAYKIN, S. 1999: 183). Na primeira fase, denominada forward, é gerada a saída da rede correspondente ao padrão apresentado. Na segunda fase, denominada backward, a saída desejada e a saída de fato fornecida pela rede são comparadas, e um erro é calculado. Este erro é então utilizado como parâmetro para a atualização dos pesos da camada de saída, sendo em seguida retro-propagado para a camada anterior a partir de sua multiplicação pelo peso das conexões entre as camadas. Desta maneira, cada camada escondida recebe sua parcela de contribuição no erro gerado na camada de saída e atualiza seus próprios pesos.
2.2.1 Arquitetura do Modelo MLP
As redes MLP adotam múltiplas camadas, alimentadas para frente (feedforward), sendo a primeira a camada de entrada, esta seguida pelas camadas escondidas e, por fim, uma camada de saída. A figura 2.1 ilustra um modelo MLP com uma camada escondida. A arquitetura da rede pode ser mais bem descrita pelo número de camadas, a função de ativação e o número de neurônios por camada.
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Figura 2.1 Modelo esquemático de uma rede MLP com duas camadas intermediárias.

O Número de Camadas

A escolha do número de camadas é dada pelo problema em questão e em cada camada ocorre uma fração do processamento como um todo, onde o espaço é dividido em regiões de decisão. Desta forma a rede é capaz de trabalhar com problemas não sejam linearmente separáveis.

Papel importante cabe às camadas intermediárias, que criam uma codificação interna para os padrões apresentados na entrada. Um número suficientemente grande de camadas é possível formar representações para qualquer conjunto de entrada (Braga, 2007).  Entretanto a grande maioria dos problemas raramente necessita de mais de uma camada intermediária.

Funções de Ativação

A rede emprega em cada unidade de processamento uma função de ativação. A função de ativação utilizada nas camadas intermediárias deve ser uma função não linear, para que seja incorporado o tratamento de não-linearidade à rede. Caso as funções sejam puramente lineares, o Perceptron de Múltiplas camadas terá funcionamento equivalente a uma única camada, visto que sucessivas transformações lineares equivalem a uma única transformação linear. As funções de ativação mais utilizadas no modelo MLP são funções sigmoidais, tais como a função logística e a função tangente hiperbólica, que devem estar presentes em pelo menos uma das camadas escondidas. As funções sigmóides são contínuas, diferenciáveis em qualquer ponto, monotônicas estritamente crescentes, possuindo certa similaridade com funções lineares, o que as tornam ideais para o MLP. As funções sigmóides se aproximam assintoticamente de seus valores de saturação. A figura 2.2 ilustra um exemplo de função sigmoidal, a função logística binária, com a imagem definida no intervalo [0,1]. A função logística é definida por:

f(x) = 1 / 1 + exp(-kx), sendo k  uma constante positiva.
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Figura 2.2 gráfico da função logística binária para o domínio [-2, 2] e k igual a 3.

A constante k é utilizada como um fator de inclinação da função. O valor de K também atua como um controle automático de ganho (Beale; Jackson, 1990), visto que para valores de entrada pequenos a inclinação é bastante íngreme e as saídas aumentam rapidamente em relação ao domínio e; para valores grandes de entrada a inclinação varia em menor intensidade. O termo k possibilita então um balanceamento para as saídas desta função, dada a amplitude do domínio.

A função logística também pode ser bipolar, caso este em que a imagem da função é definida no intervalo (-1,1). Define-se como mostrado abaixo:

f(x) = 1 - exp(-kx) / 1 + exp(-kx), sendo k  uma constante positiva.

No presente trabalho, as redes utilizadas utilizam a função logística binária como função de ativação.

Definição do número de neurônios por camada
Não há uma regra geral bem explicitada na literatura sobre a definição do número de neurônios para a resolução de um determinado problema. Esta modelagem deverá ser definida em função da complexidade do problema, de maneira que quanto maior a complexidade, um maior número de neurônios é exigido, atentando sempre para que a rede não perca sua capacidade de generalização caso um número excessivo de neurônios escondidos seja utilizado. Um ponto relevante neste caso é que a complexidade do problema  a ser tratado não é conhecido de antemão, e o modelo a ser utilizado deve ter complexidade proporcional ao problema.
Desta forma, nos testes realizados no presente trabalho, a quantidade de neurônios na camada escondida foi definida empiricamente, a partir da realização de sucessivos testes. Para a camada de entrada foram utilizados tantos nós quanto atributos selecionados da base e dois neurônios na camada de saída, visto tratar-se de problemas binários de classificação. 
O algoritmo de Aprendizagem

No presente trabalho foi utilizado o algoritmo padrão Backpropagation, brevemente descrito anteriormente nesta seção e esquematicamente detalhado neste tópico.

Passo 1: Os pesos são inicializados com valores pequenos e aleatórios, e algumas vezes retirados de uma distribuição pré-definida. Caso a implementação faça uso de um threshold este também deverá ser inicializado neste passo. Convém ressaltar que utilizar um threshold é equivalente a adicionar um bias ao vetor de entrada com valor 1.

Passo 2: São apresentados o vetor de entrada (Xj, j = 0, 1, 2,..., n ) e a saída desejada (t). Cada unidade de entrada transmite o sinal recebido para a primeira camada intermediária. Os passos 2 e 3 são repetidos enquanto a condição de parada não for alcançada.

Passo 2.1: Em cada camada intermediária uma combinação linear é realizada em cada unidade de processamento. Esta combinação é dada pela soma ponderada de todos os valores recebidos dos nós da camada anterior multiplicados pelos pesos de suas respectivas conexões. Assim, cada unidade processa da camada intermediária (Zi, i = 0, 1, 2,..., p) calcula zj = ∑iєj ωijxi , e em seguida processa a função de ativação com o parâmetro zj, ou seja z_saidaj = f(zj). Este último sinal é então propagado à camada seguinte.

Passo 2.2: Para cada unidade de saída (Ok, k = 0, 1, 2,..., m) é realizado um procedimento semelhante ao passo anterior. Calcula-se o_entradak = ∑iєp ωjkxj e em seguida calcula-se a saída da função de ativação (ok) com o parâmetro o_entradak.

Passo 3: Fase de retroprogação do erro. Cada unidade de saída calcula o erro correspondente da seguinte forma: δk = (tk - ok)(f’ (o_entradak)). Partindo da camada de saída, procede-se com o ajuste dos pesos a partir do cálculo:


ωij(t + 1) = ωij(t) + η δk ok,
Onde o termo ωij(t + 1) corresponde ao novo peso após a iteração e η é a taxa de aprendizagem, usualmente um valor pertencente ao conjunto dos  Reais no intervalo (0, 1]. O termo δ de erro varia de acordo com a camada: para a camada de saída é calculado como já descrito e para as camadas intermediárias é dado por δj = f’(o_entradak)∑k є m (δk ωjk).

O passo 4 testa a condição de parada.

2.3  Implicações da Multidimensionalidade
É intuitivo perceber que quanto maior a quantidade de neurônios na camada intermediária no modelo MLP maior a complexidade do modelo construído. Dado que a quantidade de neurônios de entrada e a quantidade de neurônios de saída são obtidos em função do problema, a complexidade da rede estará determinada pelo número de nós escondidos. 

Independentemente da modelagem da rede, um aspecto relevante a ser analisado é a dimensão do vetor de características (vetor de entrada ou vetor de atributos), que contém informação sobre a complexidade do problema. Este aspecto será abordado no capítulo seguinte, onde são tratados de temas como VC Dimension e a Maldição da Dimensionalidade.
2.4 Considerações Finais

Diante do exposto, o presente trabalho utiliza o modelo MLP, dada suas características e capacidades. Sua faculdade de generalização, ampla aceitação nos meios comerciais e acadêmicos e a capacidade de resolução de problemas não linearmente separáveis foram fatores decisivos para a escolha deste classificador para a execução dos testes neste trabalho.

Deve-se ter em mente também, que a redução da complexidade é um dos objetivos para a melhoria do desempenho e tempo de treinamento da rede. Quanto maior o vetor de características, maior será a complexidade do modelo e, por conseguinte, maior o tempo de treinamento e as possibilidades de falhas na classificação. Buscando-se a redução do vetor de características, contribui-se para a melhoria do modelo, sem perdas na sua capacidade de generalização. 

3. Redução da Dimensionalidade e Técnicas de Seleção de Características
Como exposto na seção anterior, as redes neurais são sistemas computacionais capazes de resolver problemas não lineares e aprender com dados do passado para que o conhecimento armazenado seja a base da generalização de respostas para situações futuras.  Os modelos, entretanto, dada a natureza do problema, exigem complexidade equivalente para o aprendizado efetivo, o que nem sempre é algo mensurável. Este capítulo explanará sobre alguns motivos para que se mantenha a dimensionalidade do problema tão pequena quanto o possível e as implicações positivas desta preocupação no treinamento e aprendizado das redes neurais.
Dentre outros motivos, há dois principais para a redução da dimensionalidade: (i) redução do custo computacional, o que torna o classificador mais rápido e com menor consumo de memória e (ii) melhoria do desempenho de classificação. Importante lembrar que estes objetivos devem ser alcançados sem que se deteriore a capacidade de um classificador. 
Dois conceitos relacionados com a redução da dimensionalidade são discutidos nas subseções seguintes.
2.2  A Maldição da Dimensionalidade e o Fenômeno do Pico
A maldição da dimensionalidade foi introduzida por Bellman (Bellman, 1961) em seu livro Adaptative Control Processes: A Guided Tour, e faz referência ao fato de que há um aumento exponencial da complexidade de um problema devido ao aumento de sua dimensionalidade. Dado um vetor de entrada X de dimensão d e uma partição do espaço de entradas com n registros (ou padrões), a densidade da amostragem é proporcional a n1/m, de forma que um aumento de dimensão fará a densidade cair de maneira exponencial. Assim, tomando o exemplo de uma função complexa F a ser aproximada, é necessário tomar amostras de dados densas para aproximá-la de maneira satisfatória.

Verifica-se que o número necessário de instâncias de treinamento para que o classificador tenha um desempenho satisfatório é função exponencial da dimensionalidade do vetor de características e que na prática, segundo Jain et al. (2000), a adição de novas características pode degradar o desempenho de um classificador se o número de padrões é relativamente pequeno em relação à dimensão do vetor de características. Este fenômeno é conhecido como Fenômeno do Pico (Jain; Chandrasekaran, 1982), sendo conseqüência direta da maldição da dimensionalidade.

2.3  VC Dimension

VC Dimension (Vapnik-Chervonenkis Dimension), ou Dimensão VC, no contexto da teoria da aprendizagem computacional, é uma medida de capacidade de um sistema de classificação, definida como a cardinalidade do maior conjunto de pontos que o algoritmo pode realizar uma operação conhecida como particionamento. O particionamento é realizado quando dado um conjunto de instâncias S, para cada dicotomia (i.e. uma dada função de classificação binária) deste conjunto existe alguma hipótese num conjunto de hipóteses H consistente com esta dicotomia (Mitchell, 1997). Em outras palavras, VC Dimension mede a complexidade de um conjunto de hipóteses H não por sua cardinalidade, mas pelo número de diferentes instâncias de um dado conjunto X que podem ser descriminadas usando H. Ou ainda: o número máximo de exemplos de treinamento que podem ser aprendidos pela máquina sem erro para todas as rotulações possíveis das funções de classificação (Haykin, 2001)

A figura 2.3 ilustra um exemplo intuitivo de dimensão VC. Seja H o conjunto de todas as possíveis superfícies de decisão linear no plano, ou seja, H é o espaço de hipóteses correspondente a um perceptron simples e o conjunto de instâncias X é composto por elementos positivos e negativos. Para que a condição de particionamento seja alcançada, para cada dicotomia de X deve haver alguma hipótese em H consistente com a dicotomia; ou seja, todo conjunto de instâncias deve ser separado por reta pertencente a H. Desta maneira, verifica-se que para as situações a, b e c na figura 2.3 a situação é satisfeita. Em d não há nenhuma reta capaz de capaz de estabelecer a dicotomia. Assim, ao menos que os pontos sejam colineares, a VC dimension para H, VC(H) = 3.
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Figura 2.3 Exemplo de VC dimension para superfície única de decisão linear. Decisões possíveis em a, b e c. Em d não é possível. A VC dimension é 3.

A quantidade de elementos necessários para que um classificador aprenda uma classe de exemplos é proporcional à dimensão VC daquela classe, fato que determina a importância da estimação da dimensão VC. 

Para o Perceptron de Múltiplas Camadas, Koiran e Sontag (1996) mostraram em seu trabalho que uma rede utilizando funções de ativação contínuas, como a função logística, possui dimensão VC proporcional a w2 onde w é o número de parâmetros livres da rede (pesos). A dimensão VC para o MLP possui complexidade computacional de ordem O(w2).

2.4  A Seleção de Características
Visando redução de custo computacional e melhoria no desempenho de classificadores, um vasto campo de pesquisa se formou em torno do estudo de técnicas de seleção de características. Desta forma, o estudo da dimensão VC de um classificador e a análise da maldição da dimensionalidade mostram o importância da redução da dimensionalidade do problema.
Seleção de características é a etapa de pré-processamento de dados responsável pelo processo de escolha de um subconjunto de atributos extraído de um conjunto original, visando uma melhor descrição do conjunto de dados (Envolving) (Paper do DMIFS). Visa além da redução da dimensionalidade, a remoção de atributos redundantes e atributos irrelevantes, a redução da quantidade de dados necessária para o aprendizado do algoritmo e tornar o modelo a ser construído mais compreensível.
2.4.1 Abordagens

Dentro deste campo da aprendizagem de máquina, há dois propósitos relacionados com a redução da dimensionalidade: extração de características e seleção de características (Jain; Duin;  Mao, 2000). E de acordo com Jain et al. extração de características são métodos utilizados na criação de novos atributos a partir de combinações e transformações entre os existentes no conjunto original. Seleção de características, abordagem estudada no presente trabalho, é a seleção de subconjuntos ótimos a partir do conjunto original. A seleção de características também pode ocorrer a partir de um ranking de atributos da base.
Para o processo de seleção de atributos (características) existem, em geral, duas distintas metodologias: o uso de filters e o uso de wrappers (Kohavi e Pfleger, 1994 paper do NMIFS). Filters são métodos de seleção de características empregados na etapa de pré-processamento de dados, que usam determinadas técnicas de avaliação do conjunto original, buscando identificar relevância e redundância, de maneira completamente independente do algoritmo de aprendizagem (Liu et al., 2009) (Estévez, 2007), onde a seleção de atributos ocorre sem nenhuma intervenção do classificador. Desta maneira, os métodos que usam esta abordagem são bastante populares em razão de seu reduzido custo computacional. Um exemplo de método que usa está abordagem é o CFS, disponível no software WEKA – Waikato Environment for Knowledge Analysis (WEKA, 2008) e descrito em Hall (1999). Alguns métodos de filter geram subconjuntos de atributos, enquanto outros geram um ranking de atributos por ordem de relevância.
Os wrappers utilizam o desempenho do classificador para avaliar a relevância de um conjunto de atributos (Estévez, 2007), o que os fazem gerar melhores resultados que os filters, porém com um custo computacional mais elevado, uma vez que esta categoria necessita re-treinar o classificador para cada diferente combinação de atributos. Devido ao fato desta classe utilizar um algoritmo específico de seleção, seu conjunto de atributos gerado é menos genérico, o que poderá gerar respostas diferentes de classificação a partir da mudança do classificador. 
O presente trabalho realiza um estudo sobre seleção de atributos usando uma determinada família de filters.

2.4.2 Objetivos da Seleção de Características
Uma explanação sobre divisão de um conjunto de atributos é encontrada em Yu e Liu (2004) que realiza uma decomposição da seguinte maneira: i) atributos irrelevantes; ii) atributos redundantes; iii) atributos fracamente relevantes, porém não redundantes e iv) atributos altamente relevantes. Para Yu e Liu o conjunto ótimo deve conter todos os atributos altamente relevantes e um subconjunto dos fracamente relevantes, porém não redundantes. É interessante observar que outras abordagens podem ser adotadas. Dada a natureza do problema, é interessante a eliminação de atributos que apesar de bastantes relevantes são também altamente redundantes em relação a outros atributos presentes na base. 
Como regra geral, busca-se manter atributos relevantes e relativamente relevantes, ao passo em que se eliminam os irrelevantes e/ou altamente redundantes.
2.4.3 Principais Técnicas Empregadas
Uma técnica bastante empregada na seleção de atributos é o método PCA (Principal Component Analysis) (Jolliffe, 1986) que transforma atributos em outros. O ponto negativo desta técnica é a manutenção dos dados, que requer novo processamento caso novos dados sejam adicionados. Além do mais, a técnica é sensível a transformações feitas sobre a base de dados.
Métodos baseados em correlação estatística também são usados, porém não garantem que sejam capturadas correlações não-lineares entre atributos. Não há certeza da existência de dados puramente lineares nos problemas do mundo real.
Uma grande contribuição foi feita com o uso de árvores de decisão (KWAK e CHOI, 1999 – MIFS-U), a exemplo da seleção híbrida de atributos proposta por Setiono e Lui (1997 – mifs-u) que exclui as características de entrada uma por uma e re-treina a rede repetidamente. O método é eficiente na escolha dos atributos, porém requer um tempo relativamente alto para re-treinar a rede para cada nova combinação de atributos. Um outro método baseado em árvores faz uso do conceito de informação mútua, que será a seguir introduzido. Este último método, proposto por Agrawal et al. (1993 mifs-u) consome uma grande quantidade de memória, pois mapeia todos os possíveis pares de entrada e saída do problema.
O presente trabalho foca atenção no algoritmo proposto por Battiti (1992) e os algoritmos que dele derivaram como melhorias. O algoritmo de Battiti, o MIFS (Mutual Information for Feature Selection) é baseado na informação mútua, que leva a vantagem de trabalhar com relações não-lineares entre variáveis. O algoritmo será apresentado no capítulo seguinte, bem como a teoria envolvida em sua concepção.
4. Entropia, Informação Mútua e o MIFS

Como exposto, o presente trabalho focou atenção nos algoritmos baseados na informação mútua: o MIFS (Mutual Information for Feature Selection) e as melhorias propostas sobre ele. Neste capítulo são discutidos conceitos chaves relacionados ao algoritmo, tais como Entropia, Informação Mútua o algoritmo de Fraser para estimação da Informação mútua e as implementações realizadas.
4.1 Entropia e Informação Mútua

A teoria da informação introduzida por Shannon (1948) em seu clássico trabalho A Mathematical Theory of Communication apresenta alguns conceitos matemáticos aplicados à transmissão de sinais. Um dos temas centrais do trabalho descreve os conceitos de Entropia e Incerteza. 
A entropia de Shannon é uma medida da informação.  A entropia é capaz de quantificar a incerteza de variáveis aleatórias bem como a quantidade de informação compartilhada entre elas, mensurando o “nível de surpresa” em uma distribuição. A entropia de uma dada classe C é definida por:

[image: image4.png]ZP ) log P(c)

o




Onde a probabilidade para as valorações possíveis de C é dada por P(c), c = 1,..., N.
Duas considerações são relevantes acerca da entropia de uma variável aleatória:
1. Quando a entropia é 0, significa que a incerteza é mínima. Assim a distribuição deve apresentar um único elemento com probabilidade de ocorrência 1 e todos os demais com probabilidade 0. Não há surpresa no resultado, que já é sabido de antemão.

2. A entropia em uma dada distribuição será máxima quando todos os elementos possuírem igual probabilidade de ocorrência. Assim o nível de surpresa na ocorrência de um evento é máximo.
A entropia condicional é a incerteza restante em uma distribuição após se conhecer outra. Matematicamente:
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Onde F é a classe conhecida de antemão no Nf possíveis valorações. A entropia conjunta é definida por:
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A partir destes conceitos, pode-se definir a Informação Mútua I entre duas classes:
[image: image7.emf]
Esta expressão pode ser reduzida para:
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A informação mútua é definida desta forma como a quantidade de incerteza que é reduzida em uma dada classe a partir do conhecimento provido por outra (BATTITI, 1992). A figura 4.1 seguinte ilustra o conceito de Informação Mútua bem como sua relação com a entropia anteriormente definida. 
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Figura 4.1 - A informação mútua é dada pela interseção das entropias das classes X e Y.

A informação mútua entre duas variáveis será baixa quando elas forem fracamente correlacionadas e, alta, na situação contrária. Quando a informação mútua é 0, significa que as duas variáveis são independentes, sem nenhuma correlação entre si. Kwak e Choi (1999) apresentam outras relações entre a informação mútua e a entropia:
I(X; Y) = I(Y; X) e, portanto I(X, Y) = H(Y) – H(Y | X)
I(X; Y) = H(X) + H(Y) – H(X, Y) 
I(X; X) = H(X) uma vez que nenhuma informação adicional sobre X é obtida dada a própria classe X.

Para variáveis contínuas, a entropia pode ser representada pela integral:
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Onde p(x) é a função de densidade de probabilidade. Para uma distribuição n dimensional tem-se:
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E, portanto, para classes duas classes:
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De forma que o cálculo da entropia para as variáveis contínuas depende do sistema de coordenadas adotado. Portanto transformações lineares realizadas sobre as funções de densidade resultarão em novos valores de entropia (SHANNON, 1948) (BATTITI, 1992).
A informação mútua para os sistemas contínuos é definida:
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E caso um dos atributos seja discreto, a exemplo de uma classe de saída, o somatório substituirá a respectiva integral:
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4.2 O Algoritmo MIFS

