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1. Introdução e Justificativa

As redes neurais artificiais (RNAs) figuram atualmente como uma das principais técnicas de Inteligência Computacional empregadas na resolução de problemas de classificação, categorização, regressão e aproximação (BRAGA, A. P.; CARVALHO, A. P. L. F.; LUDERMIR, T. B., 2007). O funcionamento das RNAs se baseia na aquisição de conhecimento, armazenado, na maioria dos casos, sob a forma de pesos nas conexões entre suas unidades fundamentais, os neurônios. Com uma estrutura inspirada no funcionamento do cérebro humano, sua principal faculdade é a generalização, termo oriundo da psicologia que faz referência ao fato de a rede neural gerar saídas adequadas para entradas que não se encontravam presentes durante o processo de treinamento (HAYKIN, S., 1999). 
Como regra geral, o processo de treinamento, ou aprendizagem, de uma rede neural faz uso de uma massa de dados, composta por registros, ou instâncias, sendo estes, por sua vez, formados por atributos, ou variáveis, que descrevem as características dos registros da amostra. Desta forma, tem-se que a cada registro está associado um vetor de atributos e, nos casos de paradigma supervisionado de aprendizagem, um valor de saída desejado. Uma rede neural empregada como classificador se traduz como um método capaz de resolver problemas de naturezas não-lineares com bastante precisão, fato que aliado a uma relativa simplicidade de uso, colaborou para sua difusão e aceitação nos meios acadêmicos e industriais.
Em problemas de classificação, um dos principais desafios da etapa de modelagem e treinamento da rede é a escolha dos atributos que comporão o seu vetor de entrada. Este processo é de fundamental importância para a melhoria da capacidade de generalizar de um classificador (BATTITI, R., 1992). Na prática, o conjunto ótimo de atributos é geralmente desconhecido, de forma que se torna comum a presença de atributos irrelevantes ou redundantes na massa de dados. Assim, busca-se manter o número de atributos tão pequeno quanto o possível para reduzir o custo computacional de treinamento de um classificador, bem como sua complexidade (ESTÉVEZ, P. A. et al., 2009). É interessante observar que o subconjunto de atributos selecionado deverá primar também pela não-degradação do classificador.
A geração de um subconjunto ótimo de atributos acarreta em redução da dimensionalidade (i.e. a dimensão do vetor de atributos) e, por conseguinte, na redução da complexidade do problema tratado. As redes neurais modeladas, dada a natureza do problema, exigem complexidade equivalente para o aprendizado efetivo, o que nem sempre é algo mensurável. Assim é importante dispensar tratamento especial à preocupação de se manter a dimensionalidade do problema tão pequena quanto o possível, o que, regra geral, implica positivamente na resolução do problema. Dois conceitos importantes relacionados ao estudo e implicações da dimensionalidade são a Maldição da Dimensionalidade, introduzida por Bellman (1961) e VC Dimension.
A maldição da dimensionalidade faz referência ao fato de que há um aumento exponencial da complexidade de um problema devido ao aumento de sua dimensionalidade. Dado um vetor de entrada X de dimensão m e uma partição do espaço de entradas com n registros (ou padrões), a densidade da amostragem é proporcional a n1/m, de forma que um aumento de dimensão fará a densidade cair de maneira exponencial. Isto posto, tomando o exemplo de uma função complexa F a ser aproximada, é necessário tomar amostras de dados densas para aproximá-la de maneira satisfatória. Verifica-se, portanto, que o número necessário de instâncias de treinamento para que o classificador tenha um desempenho satisfatório é função exponencial da dimensionalidade do vetor de características. E, indo mais além, na prática, segundo Jain, Duin e Mao (2000), a adição de novas características pode degradar o desempenho de um classificador se o número de padrões é relativamente pequeno em relação à dimensão do vetor de características. Tipicamente a adição de características diminui o erro de classificação e logo em seguida, com a contínua adição de características, o erro é elevado, gerando então um pico. Este fenômeno é conhecido como Fenômeno do Pico, sendo conseqüência direta da maldição da dimensionalidade.

VC Dimension (Vapnik-Chervonenkis Dimension), ou Dimensão VC, no contexto da teoria da aprendizagem computacional, é uma medida de capacidade de um sistema de classificação, definida como a cardinalidade do maior conjunto de pontos que o algoritmo pode realizar uma operação conhecida como shattering (MITCHELL, T. M., 1997). O shattering ocorre quando dado um conjunto de instâncias S, para cada dicotomia (i.e. uma dada função de classificação binária) deste conjunto existe alguma hipótese num conjunto de hipóteses H consistente com esta dicotomia. Em outras palavras, VC Dimension mede a complexidade de um conjunto de hipóteses H não por sua cardinalidade, mas pelo número de diferentes instâncias de um dado conjunto X que podem ser descriminadas usando H. Ou ainda: o número máximo de exemplos de treinamento que podem ser aprendidos pela máquina sem erro para todas as rotulações possíveis das funções de classificação (HAYKIN, S., 1999).

Verifica-se, portanto, que a quantidade de elementos necessários para que um classificador aprenda uma classe de exemplos é proporcional à dimensão VC daquela classe. Desta maneira, para o Perceptron de Múltiplas Camadas (MLP), Koiran e Sontag (1997) mostraram em seu trabalho que, uma rede utilizando funções de ativação contínuas, como a função logística, possui dimensão VC proporcional a w2 onde w é o número de parâmetros livres da rede (pesos). A dimensão VC para o MLP possui complexidade computacional de ordem O(w2).

Observa-se então que uma adequada seleção de atributos, durante o processo de modelagem da rede, é de fundamental importância para a melhoria da eficiência do modelo construído. Deve-se ter em mente também, que a redução da complexidade é um dos objetivos para a melhoria do desempenho e para a redução tempo de treinamento da rede. Quanto maior o vetor de características, maior será a complexidade do modelo e, por conseguinte, maior o tempo de treinamento e as possibilidades de falhas na classificação. Buscando-se a redução do vetor de características, contribui-se para a melhoria do modelo, sem perdas na sua capacidade de generalização. 

Neste contexto, o presente pré-projeto visa realizar um estudo da utilização da informação mútua como parâmetro para a escolha dos atributos que comporão o vetor de entrada da rede neural a ser modelada. O método, baseado no conceito de Entropia de Shannon (1948), possibilita a realização de seleção de atributos baseada nas relações não-lineares existentes entre eles, sendo esta sua principal vantagem em relação a outras técnicas que lidam apenas com as relações puramente lineares. A tolerância a ruídos e a transformações de dados são outras vantagens do uso da informação mútua (ref).
Revisão da literatura

Dentro do campo da aprendizagem de máquina, há dois propósitos relacionados com a redução da dimensionalidade: extração de características e seleção de características (JAIN, A. K.; DUIN, R. P.; MAO, J., 2000). De acordo com Jain, Duin e Mao (2000), extração de características é o conjunto de métodos utilizados na criação de novos atributos a partir de combinações e transformações entre os existentes no conjunto original. Seleção de características é a etapa de pré-processamento de dados responsável pelo processo de escolha de um subconjunto de atributos extraído de um conjunto original, visando uma melhor descrição do conjunto de dados (LIU, H. et al., 2008). A seleção de características também pode ocorrer a partir de um ranking de atributos da base.
Para o processo de seleção de atributos (características) existem, em geral, duas distintas metodologias: o uso de filters e o uso de wrappers (KOHAVI, J.; PFLEGER, K., 1994). Filters são métodos de seleção de características empregados na etapa de pré-processamento de dados, que usam determinadas técnicas de avaliação do conjunto original, buscando identificar relevância e redundância, de maneira completamente independente do algoritmo de aprendizagem (Liu et al., 2008) (ESTÉVEZ et al., 2009), onde a seleção de atributos ocorre sem nenhuma intervenção do classificador. Desta maneira, os métodos que usam esta abordagem são bastante populares em razão de seu reduzido custo computacional. Um exemplo de método que usa esta abordagem é o CFS (Correlation-based Feature Selection), disponível no software WEKA – Waikato Environment for Knowledge Analysis (WEKA, 2008) e descrito em Hall (1999). Alguns filters geram subconjuntos de atributos, enquanto outros geram um ranking de atributos por ordem de relevância.

Os wrappers utilizam o desempenho do classificador para avaliar a relevância de um conjunto de atributos (ESTÉVEZ et al., 2009), o que os faz gerar melhores resultados que os filters, porém com um custo computacional mais elevado, uma vez que esta categoria necessita re-treinar o classificador para cada diferente combinação de atributos. Devido ao fato desta classe utilizar um algoritmo específico de seleção, seu conjunto de atributos gerado é menos genérico, o que poderá gerar respostas diferentes de classificação a partir da mudança do classificador. 

Uma técnica bastante empregada na extração de atributos é o método PCA (Principal Component Analysis) que transforma atributos em outros. O ponto negativo desta técnica é a manutenção da massa de dados, que requer novo processamento caso novos dados sejam adicionados. Com o uso do PCA também se perde em capacidade de interpretação dos dados, uma vez que os atributos gerados não correspondem a dados diretamente extraídos do mundo real, o que torna difícil a avaliação dos resultados por um especialista humano.  Por fim, é válido salientar que a técnica é sensível a transformações feitas sobre a base de dados.

Para a seleção de atributos, métodos baseados em correlação estatística são bastante usados, porém não garantem que sejam capturadas correlações não-lineares entre atributos. Não há certeza da existência de dados puramente lineares nos problemas do mundo real.

Uma grande contribuição foi feita com o uso de árvores de decisão (KWAK, N.; CHOI, C. H., 2002), a exemplo da seleção híbrida de atributos proposta por Setiono e Lui (1997) que exclui as características de entrada uma por uma e re-treina a rede repetidamente. O método é eficiente na escolha dos atributos, porém requer um tempo relativamente alto para re-treinar a rede para cada nova combinação de atributos. Um outro método baseado em árvores faz uso do conceito de informação mútua, que será a seguir introduzido. Este último método, proposto por Agrawal, Imielinski e Swami (1993) consome uma grande quantidade de memória, pois mapeia todos os possíveis pares de entrada e saída do problema.
Objetivos
O objetivo do presente trabalho é realizar um estudo sobre a utilização da Informação Mútua como parâmetro para o processo de seleção de atributos para o treinamento e modelagem de uma rede MLP (Multilayer Perceptron). Segundo Battiti (1992), no contexto da Teoria da Informação, o problema consiste em encontrar um subconjunto de atributos S com k atributos, contido no conjunto inicial F com n atributos, que minimiza a incerteza do conjunto das classes de saída C dado o subconjunto S, e maximiza a informação mútua entre C e S.

O trabalho contemplará a implementação e uma aprofundada análise do algoritmo proposto por Battiti, o MIFS (Mutual Information for Feature Selection), bem como os algoritmos que dele derivam, a exemplo do MIFS-U (Mutual Information for Feature Selection Under Uniform Information Distribution) (KWAK, N.; CHOI, C.H., 2002), NMIFS (Normalized MIFS) e GAMIFS (ESTÉVEZ, P. A. et al., 2009) propostos como melhorias sobre o original. A partir da análise destes algoritmos, serão levantadas suas principais limitações e eventuais falhas, objetivando a criação de um novo algoritmo mais eficiente e aprimorado que os antecessores. Com isto, poderá ser mensurada a eficiência da informação mútua no processo de seleção de atributos para o treinamento de uma rede MLP.
Outro objetivo bastante relevante é a análise das técnicas empregadas na estimação da informação mútua sobre atributos em base de dados numéricos, nas quais o computo da informação mútua é uma tarefa de difícil realização. A correta estimação da informação mútua está diretamente relacionada ao sucesso dos algoritmos que a empregam como parâmetro de seleção.
Metodologia 
O trabalho será desenvolvido a partir do estudo das técnicas e métodos estatísticos e matemáticos relacionados com a teoria envolvida, além da análise e entendimento profícuo dos algoritmos existentes. Será utilizada a linguagem de programação Java no desenvolvimento dos algoritmos. O desempenho das técnicas estudadas e desenvolvidas será mensurado: i) a partir dos custos computacionais associados ao processo de seleção de atributos e ao treinamento da rede construída com estes atributos de entrada e ii) pelos desempenhos das redes neurais modeladas e treinadas com os atributos selecionados, desempenhos estes medidos pelos métodos de geração da curva ROC (FAWCETT, 2003) e pelo teste estatístico de Kolmogorov-Smirnov (KS) (CONNOVER, W. J., 1999).
O desempenho será testado sobre os atributos de bases de dados públicas envolvendo problemas de classificação, e comparado com outras técnicas de seleção de atributos, bem como com as bases originais completas.
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